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Kapitola 1

Uvod

Ulohou optimalizace (matematického programovéni) se rozumi tloha
min f(z) za podm. z € M,

kde f: R™ — R je dcelovd funkce a M C R™ je mnoZina piipustnych teseni. Obecné je tato tloha
nerozhodnutelna, tedy neexistuje algoritmus, ktery by ji fesil |Zhu, 2006], podobné jako znamy halting
problém. Na druhou stranu, existuji tiidy tloh, které jsou feSitelné a efektivné.

V zéavislosti na charakteru mnoziny piipustnych feSeni M rozlisujeme dva zakladni typy tloh:

e diskrétni optimalizace

Mnozina M je kone¢né, nicméné stale dost velkd na to, abychom prozkoumaly vSechna pripustné
feeni. Typicky |M| > 2™
Typickymi tilohami jsou hledani nejkratsi cesty, miniméalni kostry ¢i minimélni parovani v grafu. Tyto
ilohy jsou efektivné fesitelné. Na druhou stranu, nékteré tlohy jsou NP-tézké: celo¢iselné linearni
programovani, nebo jeho specialni podulohy jako je problém obchodniho cestujiciho, problém batohu
¢ maximalni fez v grafu.

e spojita optimalizace
Zde predpokladame, ze mnozina M je nekoneéna, dokonce nespocetnd. To kupodivu mize nékdy
ulehdit praci: linearni programovani je efektivné feSitelné, ale s podminkami na celociselnost je razem
NP-tézke.
Typickymi tlohami jsou linearni programovani a rizné typy nelinearniho programovani (konvexni,
kvadratické aj.)

Vztah diskrétni a spojité optimalizace

Diskrétni a spojita optimalizace nejsou od sebe disjunktné oddéleny, jak by se mohlo na prvni pohled zdat.
Naopak, techniky a znalosti z jednoho oboru se promitaji do druhého. To je nejlépe vidét na celociselném
programovdni: metody na FeSeni jsou Casto zaloZeny na iterativnim feSeni relaxovanych spojitych tloh.
Na druhou stranu, celo¢iselnou podminku snadno prevedeme na spojitou. Napfiklad podminku = €
{0,1} mtizeme ekvivalentné piepsat jako z = 22 (v praxi to ale vesmés vyhodné nebyva).
Vztah obou obort ilustrujeme na piikladu toku v sitich.

Priklad 1.1 (Toky v sitich). Mé&jme orientovany grafu G = (V, E), kde s € V' je pocateéni vrchol at € V
koncovy. Dale mé&jme kapacity hran u: E — RT. Cilem je najit maximalni tok od s do t. Pro kaZdy vrchol
musi platit podminka rovnovahy (pfitok = odtok).

Pridame-li do grafu symbolickou hranu (¢,s), pak tlohu maximalniho toku mizeme formulovat ele-
gantné jako hledani maximalniho toku skrze pridanou hranu

max xys za podm. Z Tij — Z zj; =0, VieV
J:(4.5)€E J:(a)EE
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coZ je tloha linearniho programovani. Je-li A matice incidence grafu G, pak tato tloha mé maticovy tvar
max x;s za podm. Ar =0, 0 <z <u.

Nejlepsi znamé algoritmy na FeSeni této tlohy vyuZzivaji diskrétni (grafové) povahy problému. Na druhou
stranu, formulace pomoci linearniho programu mé také fadu vyhod. ProtoZe matice A je totalné uni-
moduléarni, vysledné feseni je vzdy celociselné, pokud kapacity jsou celo¢iselné. Proto je tloha efektivné
FeSitelnd pomoci linedrniho programovani i s podminkami celo¢iselnosti.

Forma linedrniho programu mé i tu vyhodu, Ze je snadno modifikovatelna pro rizné varianty tlohy.
Predpokladejme variantu, kdy hledame nejlevnéjsi toku (minimum-cost flow). Zname c;;, cenu piepravy
jednotky zbozi po hrané (i,j) € E, a minimalni pozadovany tok d > 0. Uloha lze pak formulovat jako
linedrni program

min Z cijxzij zapodm. Ar =0, 0 <z <wu, x4 > d. O
(i.j)eE

1.1 Motivacni tlohy

Piiklad 1.2 (Teorie — vlastni ¢isla). Bud A € R™ " symetrickd a A\ > --- > A\, jeji (realnd) vlastni
¢isla. Uvazujme jednotkovou kouli v prostoru R, ktera je popsana B := {x € R"™; ||z||2 < 1}. Pak nejvétsi
vlastni &slo A; se nabyde jako nejvétsi hodnota kvadratické formy z7Az na kouli B, a nejmensi vlastni
&islo A, se nabyde jako nejmensi hodnota kvadratické formy 27 Az na B. Formalné:

M = max 24z, M\, = min zlAz.
x:||z||2<1 x:||z|2<1

Toto je znéni Rayleigh—Ritzovy véty. Dikaz pro Ay:
Nerovnost ,,<“: Bud z vlastni vektor pfislusny k A\; normovany ||z1[j2 = 1. Pak Azqy = A\jx;. Pfena-
sobenim z{ zleva dostaneme

A= )qﬂUlTxl = mlTAxl < ﬁnﬁix 2T Az.
x:||x|l2=1

Nerovnost ,,>“: Bud = € R libovolny vektor takovy, Ze ||z||2 = 1. Bud A = QAQT spektralni rozklad
matice A. Oznaéme y := QT x, pak ||y|2 = 1 a dostaneme:

2Tz = 2TQAQTz = yTAy =D Myl <) Myl = Mllylls = M. O
i=1 i=1

Piiklad 1.3 (Funkcionalni optimalizace). Principialné nemusi byt kone¢ny pocet proménnych. V tom
pripadé se typicky jedna o funkcionalni tlohu, kde chceme najit funkci, spliiujici dané omezeni a ktera je
v jistém kritériu nejlepsi. Pro ilustraci si predstavme pldnovani drahy rakety se Zemé na Mars; proménnou
je zde tvar drahy popsany funkci a kritérium je minimalizace Casu prepravy. Jednoduché funkcionalni
ulohy lze vyresit analyticky, ale obecné se Casto neznamé funkce diskretizuje a aplikuji techniky klasické
optimalizace.

Do této t¥idy uloh patii i izoperimetrické dlohy. Je vSeobecné zndmo, Ze pii daném objemu ma ze vSech
geometrickych téles minimalni povrch koule. Jak je to ale se dvéma objemy, pokud minimalizujeme celkovy
povrch (sjednoceni plus dotyk)? Tato tloha je znaméa jako double bubble a vyftesil ji az [Hutchings et al.
[2002]. Vysledny optimalni tvar je sloZen ze dvou ¢asti kouli, dotykajicich se v thlu 120°. Koule se dotykaji
také ve tvaru sféry; ve specialnim piipadé dvou rovnych objemi se jedna o kruh. Viz obréazek [T O

Priklad 1.4 (Kdyz pfiroda optimalizuje). Snelluv zékon ¥ika, jak se svétlo lomi, kdyZ pfechazi z jednoho
prostiedi do druhého. Optimaliza¢ni pohled na véc je ten, Ze paprsek svétla voli nejrychlejsi trajektorii.
V hustsim prostifedi pohybuje pomaleji a v idsim naopak rychleji, takze vysledna lomené trajektorie je
takové, aby paprsek od zdroje k cili dorazil co nejrychleji (tzv. Fermatuv princip). Viz obrazek O
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Obrézek 1.1: (Example [L3) Uloha ,,The double bubble problem*.

ridsi prostredi

hustsi prostredi

Obréazek 1.2: (priklad [[L4]) Snelliv zakon a Fermativ princip.

1.2 Spojitd optimalizace: Prvni pojmy, klasifikace a Gpravy
Lokalni a globalni minima
Regenf lze kategorizovat na nékolik typi, viz obrazek Bod z* € M se nazyva:

e (globdlnt) minimum pokud f(z*) < f(x) pro vSechna x € M,

e ostré (globdlnt) minimum pokud f(z*) < f(x) pro vSechna z* # x € M,

o [okdlni? minimum pokud f(z*) < f(x) pro v8echna x € M N Og(z*),

o ostré lokdln? minimum pokud f(z*) < f(x) pro v8echna x* # x € M N Og(z*).

Minimum funkce f(z) se na mnoziné M viubec nemusi nabyt. Uvazme napiiklad ulohu min,cg x, ktera
je zdola neomezena, nebo dlohu mingcg €*, kterd je zdola omezena. Postacujici podminku pro existenci
minima podava znama Weierstrassova véta.

Véta 1.5 (Weierstrass). Je-li funkce f(x) spojitd a mnoZina M kompaktni, pak minimum se nabyde.

I kdyz se globéalni minimum nabyde, nemame jesté vyhrano diky problému lokadlnich minim. Zakladni
metody na TeSeni optimaliza¢nich tloh jsou iterativni. Za¢nou v pocatetnim bodé a postupuji ve sméru
klesajici uc¢elové funkce. Timto zptusobem snadno uviznou v lokdlnim minimu. V linedrnim programo-
vani, nebo obecnéji v konvexni optimalizaci, tento problém nenastavé, protoze kazdé lokdlni minimum je
automaticky globalnim minimem (viz véta B.15)).

Poznamenejme, ze pojem lokdlniho minima lze adaptovat i v diskrétni optimalizaci. Napiiklad v tloze
miniméalni kostry muzeme okoli definovat jako ty kostry, které se od zadané 1isi v nanejvys jedné hrané.
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l |

ostré lokalni min i neostré lokalni min
ostré globalni min

0 M x

Obrazek 1.3: Lokalni a globalni minima.

Klasifikace

Mnozina M je ¢asto popsana soustavou

IN

gj(x) 1,...,J,
hg(.%'): 1,...,L

0, J
0, ¢

)

kde gj(x), he(x): R™ — R. Zkracené budeme psat omezeni ve tvaru
g(x) <0, h(z)=0,

kde g: R® — R7 a h: R® — RE. Podle typu tcelové funkce a mnoziny piipustnych FeSeni rozdélujeme
obecnou tlohu na nékolik t¥id:

e Linedrni programovdni. Funkce f(z), gj(x), he(x) jsou linearni. Pfedpokladame, Ze ¢tenar ma za-
kladni znalosti o linedrnim programovani.

e Optimalizace bez omezeni. Zde M = R™.

o Konvexni programovdni. Funkce f(z), gj(x) jsou konvexni a hy(x) jsou linearni.

Zakladni apravy

Pokud hleddme maximum funkce f(z) na mnoziné M, tak alohu snadno pfevedeme na minimalizaéni,
nebot

max f(x) = — min — f(z).

zeM zeM

Rovnicova omezeni mizeme prevést na nerovnosti, nebot h(zx) = 0 je ekvivalentni s h(x) < 0, h(z) > 0,
obvykle to ale pro vypocetni postupy vyhodné neni.

Transformace funkci. Ulohu
min f(z) za podm. g(z) <0, h(z) =0
muzeme ekvivalentné prepsat na tlohu
min ¢(f(z)) za podm. ¢(g(x)) <0, n(h(z)) =0,
pokud

e ©(z) je rostouci funkce na daném definiénim oboru, napi. z*, /%, log(z);
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e 1)(z) zachovava nekladnost, tj. z <0 < (z) <0, napt. 23,
e 7)(z) zachovava nulovost, tj. z =0 < n(z) = 0, napt. 22.

Ekvivalence tloh zde znamena, Ze obé tlohy maji stejnd optima. Optimélni hodnoty se ale ligi.

Piiklad 1.6 (Geometrické programovéani). VySe zminény postup se s vyhodou pouzije napiiklad v geo-
metrickém programovani. Pro ilustraci uvazujme konkrétni priklad

min z?y za podm. 5zy® <1, Tz 3y <1, z,y > 0.
Zlogaritmovanim funkci dostaneme tlohu
min 2log(z) +log(y) za podm. log(5) + log(z) + 3log(y) < 0, log(7) — 3log(x) + log(y) < 0.
Substituce 2’ := log(z), 3y’ := log(y) pak vede na tlohu linedrntho programovéani

min 22’ +y' za podm. log(5) + ' + 3y’ <0, log(7) — 32" + 3 <O0. O

Ucelova funkce do omezeni. Casta transformace je prepsani tucelové funkce do omezeni, tj. tlohu
minge s f(x) prepiSseme jako

min z za podm. f(z) <z, = € M.
Ucelova funkce je nynf linearni a vegkeré ,,obtize” jsou skryté v popisu omezeni.
Piiklad 1.7 (Kone¢ny minimax). Uvazujme tlohu

il e, )

Obecné tlohy minimaxového typu jsou velice obtizné. Vzhledem k tomu, Ze vnéjsi funkce je maximem na
kone¢né mnoziné, muzeme tlohu prepsat jako

min z zapodm. fi(x) <z i=1,...,s x € M.

Tento prepis ma jesté dalsi vyhodu, protoze v ptivodni tloze tcelova funkce max;—; s fi(x) nebyla hladka.

O

Poznamenejme, ze nékdy je vyhodny i druhy smér, tj. omezeni piepsat do ucelové funkce, viz sekcel6.3.3l

Eliminace rovnic a proménnych. UvaZzujme tlohu typu
min f(z) za podm. g(z) <0, Az =b,

kde A € R™*™ m4 linearné nezavislé fadky. Postup nyni spociva ve vyfeSeni soustavy rovnic Ax = b.
Piedpokladejme, Ze mnozina feeni je neprazdna. Pak je rovna 20 + Ker(A), kde 2z je jedno libovolné
fegeni a Ker(A) je jadro matice. Sestavime-li matici B € R"*("=™) po sloupcich z baze Ker(A), pak feseni
soustavy Az = b maji popis x = 20 4+ Bz, kde z € R»™™. Substituci za x nyni optimaliza¢ni tloha ziska
tvar

min f(z° + Bz) za podm. g¢(z° + Bz) <0.

Timto zpiusobem jsme eliminovali rovnice a snizili dimenzi problému (pocet proménnych) o m.
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a az Qm

Obrazek 1.4: Linearni regrese.

1.3 Linearni regrese

Uloha linearni regrese spociva v hledani linearni zavislosti v datech (a1,b1), ..., (Gm,bm) € R, viz ob-
razek [L4l Linearni regrese se pouZiva napii¢ obory, od ekonomie, biologie aZ po informatiku — uvazme
napiiklad strojové uceni pro rozpoznavéni vzorki v datech za ti¢elem predikovani a automatického rozho-
dovani (filtrovani spamu, doporucovani knih/videi, rozpoznavani obli¢eji na snimcich, zneuziti kreditnich
karet). Samoziejmé, Ze skutecné zavislost nemusi byt linearni a existuji modely pro nelinearni regrese, my
se ale omezime jen na linearni model.

Sestavme matici A € R™*" g fadky aq, ..., a;,. Pak tlohu lze formulovat jako hledani vektoru x € R"
tak, aby Az = b. Protoze typicky m > n, tak soustava rovnic Ax = b je pfeuréend a nema feSeni. Proto
se musime spokojit s pribliznym Fesenim.

Matematicky muzeme problém nalezeni vhodného feSeni vyjadrit jako optimalizacéni tlohu hledani
x € R™ takového, aby rozdil mezi levou a pravou stranou byl v jisté normé co nejmensi:

min ||Az — bl|.

z€R™
Geometricka interpretace této tlohy je projekce vektoru b € R™ v prostoru R™ do sloupcového prostoru
S(A) matice A. Mozné volby normy:

e Eukleidovskd. Uloha je pak ekvivalentnf mingegn ||Az —b[|3 = mingern Yo (Amx —b;)?, éili jedna
se 0 metodu nejmensich ¢tvercii. Pokud jsou sloupce matice A linearné nezavislé, mame jednoznacné
fegeni x* = (AT A)~1AT'b. Tento piistup méa dobrou statistickou motivaci. Pokud predpokladame, Ze
zévislost je skute¢né linearni a hodnoty ve vektoru b jsou zatiZeny nezéavisle s chybou s normélnim
rozdélenim, pak z* je nejlepsi nestranny odhad a také nejvérohodnéjsi odhad.

e Souctovd. Uloha mingern ||Ax — b||; se da piepsat jako linearni program
min e’z zapodm. —z<Ax—b<z, zeR™, zecR"

I tento pfipad ma statistickou interpretaci. Optimum tlohy dévé nejvérohodnéjsi odhad, pokud
chyby maji Laplaceovo rozdéleni.

e Mazimovd. Uloha mingecgn ||Az — b||s se da také prepsat jako linearni program
min 2z zapodm. —ze< Ar—b<ze, z€R, z € R".
Outliery. Outlier je vyzna¢né odchylka v pozorovani, typicky zptsobena chybou, viz obrazek [LAl Outlier
tak ,kazi‘ linedrni tendenci a mizeme dostat zkresleny vysledek. Z vySe uvedenych norem je ta souc¢tova

relativné méné citliva na outliery, ale i tak mohou outliery pisobit potize.
Pokud tusime, ze by v datech mohlo byt obsazeno k < m outliertd, pak muizeme Fesit tlohu takto:

min ||Arz —by|| zapodm. z € R", I C{1,...,m}, |I| >m —k,

kde Ay, by representuje podmatice indexované mnozinou I. Dostali jsme ale velice tézky kombinatoricky
optimalizacni problém.
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ay a2 Am

Obrazek 1.5: Linearni regrese s outlierem.

Kardinalita. Kardinalitou vektoru x € R™ rozumime pocet jeho nenulovych slozek, a znac¢ime

[zllo = i i # 0}].

Toto znaceni pfipominé vektorovou £,-normu ||zl = {/> " |2;|P. Skutetné, kardinalitu dostaneme li-
mitnim prechodem pokud zanedbdme odmocninu:

[zllo = lim, o+ D7y |4]P.

Nicméné, ||z||o jiz vektorovou normu netvoii.
V regresi typicky chceme vysvétlit b pomoci malého poctu regresorti, tedy chceme zaroveii minimali-
zovat ||z||o. Dvé kritéria spojime v jedno pomoci vazeného souctu, coz vede na formulaci

min [[Az — bl|2 + 7| z||o,

kde v > 0 je zvolena konstanta. To je opét tézky kombinatoricky problém. Proto se ||z||p aproximuje
sou¢tovou normou (da se ukéazat, Ze to je v jistém smyslu nejlepsi aproximace). Tim dostaneme efektivné
FeSitelnou ulohu

min || Az —bll2 + 7[lz[]:.

Priklad 1.8 (Rekonstrukce signalu). UvaZujme problém rekonstrukce signalu. Necht vektor & € R™ znadi
neznamy signal, a necht y = T + err znac¢i naméteny signél se Sumem. Chceme zaSumény signal vyhladit a
tedy najit dobrou aproximaci Z. Budeme tedy hledat takovy vektor x € R™, aby byl dost blizko y a zaroven
aby byl odpovidajici signal vyhlazeny, tj. nedochézelo k velkym skokiim mezi sousednimi hodnotami.

To vede pfirozené na vice-kriterialni tlohu

min |z = yll2, |ziv1 — @4 Vi.
Vazenym souc¢tem kritérii dostaneme skalarizaci
. -1
min -z —ylla + 7355 e - il,

kde v > 0 je dany parametr. Mens{ hodnota ~ upfednostiiuje prvni kriterium, tedy signal je blize namé-
Fenému, zatimco véts{ v vede na vyhlazenéjsi signal.

Zavedeme-li diferen¢ni matici D € R(»—1)xn
lze prepsat jako

s prvky Dy = 1, D; ;41 = —1 a s nulami jinak, tak tloha

i — Dzxl|q.
min [z = yll2 + vl Dalls
To Ize opét nahlizet jako na aproximaci tlohy kardinality
min ||z —yl[2 + || Dzlo,
zeR™

v niz hledame aproximaci signélu ve tvaru po ¢astech konstantni funkce. Tento pristup se nazyva total
variation reconstruction, a najde uplatnéni hlavné u digitalnich signala.
Grafické porovnani je k dispozici na obrazku [L6] ktery pochazi z webovych stranek:
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http://stanford.edu/class/ee364a/lectures/approx.pdf

Podobny pfistup se pouZiva i pro analyzu a zpracovani obrazki, pro problémy odstranéni neostrosti a
rozmazanosti, rekonstrukci poni¢enych obrazki atp. Viz webové stranky

http://www.imm.dtu.dk/ pcha/mxTV/ O


http://stanford.edu/class/ee364a/lectures/approx.pdf
http://www.imm.dtu.dk/~pcha/mxTV/
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total variation reconstruction example

0 500 1000 1500 2000

0 500 1000 1500 2000
(2

original signal x and noisy
signal Zcor

0 500 1000 1500 2000

Il
0 500 1000 1500 2000

-2 L L L
0 500 1000 1500 2000
(2

three solutions on trade-off curve
|Z — Zcor||2 versus dquad(Z)

quadratic smoothing smooths out noise and sharp transitions in signal

Approximation and fitting

0 500 1000 1500 2000

0 500 1000 1500 2000
(2

original signal x and noisy
signal Zcor

0 500 1000 1500 2000

0 500 1000 1500 2000

Il Il
0 500 1000 1500 2000
7

three solutions on trade-off curve
|2 — @eor||2 versus ¢y ()

total variation smoothing preserves sharp transitions in signal

Approximation and fitting

6-16

Obrazek 1.6: Priklad [L8 U obou obrazkt vlevo pivodni signal a dole se Sumem. Napravo o¢igtény signal
se zmensujici se vahou 7. V prvnim obrazku nahote pouziti kvadratického vyhlazovani (tj., || Dx||2 namisto
||Dz||1), dole total variation reconstruction, ktera lépe aproximuje digitalni signal.
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Kapitola 2

Optimalizace bez omezeni

Optimalizace bez omezeni fesi tlohu
min f(z) za podm. z € R".

Na ucelovou funkci f: R™ — R pfipadné doplnime urc¢ité pozadavky na diferencovatelnost.
Nejprve zminime znamou nutnou podminku optimality prvniho fadu.

Véta 2.1 (Nutna podminka optimality prvniho ¥adu). Bud f(z) diferencovatelnd a bud z* € R™ lokdlni
extrém. Pak V f(z*) = o.

Diikaz. Bez tjmy na obecnosti necht z* je lokalni minimum. Pfipomenme, Ze pro libovolné i = 1,...,n je
of(x* i, oo i+ hoat .., xk) — f(x*
8-%'1' h—0 h

Limita se musi rovnat limité zprava i zleva. V prvnim pripadé dostavime

v@f(ﬁﬂ) — lim f('ffa cee 7'7;’;7171; + h7x>ik+17 s 71.;) - f(.%'*) 2 0’
h—0+ h
a v druhém analogicky V;f(z) < 0. Tudiz V,f(z) = 0. O

Je jasné, Ze podminka z véty je pouze nutnou pro optimalitu, protoze neumi rozeznat minimum od
maxima, nemluvé od inflexntho bodu, viz obrazek 211 Bod s nulovym gradientem se nazyva staciondrni
bod.

Podminky optimality druhého fadu mame dvé, nutnou a postacujici.

Véta 2.2 (Nutnd podminka optimality druhého fadu). Bud f(x) spojité dvakrdt diferencovatelnd a bud
x* € M lokdlni minimum. Pak Hessidn V2 f(z*) je positivné semidefinitni.

Diikaz. Ze spojitosti druhych parcialnich derivaci pro kazdé A\ € R a y € R™ existuje 6 € (0,1) tak, ze
* * *\T' 1 2 T2 *
f@* 4+ \y) = f(z*) + AV f(z") y+§)\y Vef(a* 4+ 0 y)y. (2.1)

Toto je v zasadé vyjadieni Taylorova rozvoje s Lagrangeovym tvarem zbytku. Z minimality z* je f(z* +
Ay) > f(z*) a dle véty 2l je V f(z*) = 0. Tudiz

M2y T2 f(a* + 0My)y > 0.
Limitnim pfechodem A — 0 dostaneme 37 V2 f(z*)y > 0. O

Véta 2.3 (Postacujici podminka optimality druhého Fadu). Bud f(z) spojité dvakrdt diferencovatelnd.
Je-li Vf(z*) = 0 a V2 f(z*) je positivné definitni pro urcité x* € M, pak x* je ostré lokdlni minimum.

17
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Obréazek 2.1: Stacionarni body funkce f(x) jsou jak lokalni minima a maxima, tak i inflexni bod.

Diikaz. Jako v dikazu véty 2.2] v rovnici (2.1)) je pro A # 0, y # o a dost malé
1
AV f(z) Ty =0, §A2yTV2f(ac* + 0 y)y > 0.

Tudiz f(z* + \y) > f(z¥). O

Vidime, Ze rozdil mezi nutnou a postacujici podminkou je celkem tésny. Pfesto je nenulovy, coz dosvéd-
¢uje napiiklad funkce f(z) = —z*. V bodé z = 0 se nabyva ostré lokédlni maximum a nikoliv minimum, a
presto postacujici podminka (pochopitelné) selze, a nutna podminka uspéje.

Priklad 2.4 (Metoda nejmensich ¢tverci). Uvazujme soustavu Az = b, kde A € R™*" b € R™ a matice
A ma hodnost n (srov. sekce [[3). Typicky m je mnohem vétsi nez n. ProtoZe soustava nemusi mit feSent,
hledame priblizné feseni optimaliza¢ni tlohou

min [|Az — b||2.
reR?

Zde je snaha najit takovy vektor x, aby chyba mezi levou a pravou stranou byla v eukleidovské normé co
nejmensi. ProtoZze je druh& mocnina rostouci funkce, optimum se nabyde ve stejném bodé jako pro tlohu

m[iRn |Az — b2 = (Az — b)T (Az — b) = 2T AT Az — 207 Az + b7b.
reR™

Zkusme provéfit podminky véty 23l Gradient téelové funkce je roven 247 Az — 2ATb (viz piiloha na
str. BI). Pokud ma byt nulovy, dostavime podminku AT Az = ATb, 7z éehoz x = (AT A)~'ATb. Hessian
telové funkce je 2AT A, coZ je positivné definitni matice. Tudiz je bod z = (AT A)~' ATb ostrym lokalnim
minimem. ProtoZe je ucelova funkce konvexni (vyplyne pozdéji, viz véta [4]), je tento bod ve skutecnosti
globalnim minimem.

Pokud by matice A neméla plnou sloupcovou hodnost, pak kandidatem na optimum je jakékoliv feSeni
rovnice AT Az = ATb. D4 se ukazat, ze feSeni rovnice je nekoneéné mnoho a viechna tvoii optimum nasi
tlohy. O



Kapitola 3

Konvexita

Konvexni mnoziny a funkce se zacaly intensivné studovat pfed vice nez 100 lety a mezi prikopniky patfily
osobnosti jako Holder (1889), Jensen (1906) ¢i Minkowski (1910).

3.1 Konvexni mnoziny

Definice 3.1. Mnozina M C R" je konvexni, pokud pro kazdé z1,z9 € M a kazdé A, Ao > 0, A+ Ay =1,
je konvexni kombinace A1xq1 + Aoxo € M.

Priklad: ) nebo {z} jsou konvexni.
Geometricky konvexita ki, ze s kazdymi dvéma body obsahuje mnozina M i celou tsecku spojujici
tyto body. Pro tisecku s konci x1, x9 budeme pouzivat znaceni

u(zy, o) == {x € R™; x = Mz1 + Aawa, A\, A0 >0, Ay + Ao =1}

Ekvivalentné muZeme konvexity mnoziny charakterizovat pomoci konvexnich kombinaci vSech k-tic

bodi.

Véta 3.2. Bud k > 2. MnoZina M C R"™ je konvexni prdvé tehdy, kdyZ pro libovolné x1,...,x, € M a
Ayeeoy A >0, Zle i =1, platt Zle Nix; € M.

Diikaz. Za cviceni. O
Evidentné, konvexita neni uzaviené na sjednoceni. Na druhou stranu, je uzaviena na libovolné pruniky.
Véta 3.3. Jsou-li M; CR"™, ¢ € I konvexni, pak také N;cyM; je konvexrnd.

Ditkaz. Bud x1,x9 € NjeyM;. Pak pro kazdé i € I je x1,x9 € M;, a tedy i konvexni kombinace Ajz1 +
Ao € Mi. O

Tato véta néas opraviiuje zavést konvexni obal mnoziny M jako nejmensi (co do inkluze) konvexni
mnozinu obsahujici M.

Definice 3.4. Konvexnim obalem mnoziny M C R™ je priunik vSech konvexnich mnozin v R" obsahuji-
cich M. Zna&ime conv(M).

Nyni mame dalsi charakterizaci konvexity mnoziny.
Véta 3.5. Mnozina M CR" je konvexns prave tehdy, kdyz M = conv(M).

Diikaz. = ProtoZe je M konvexni, je to jedna z mnoZin se kterymi délame prinik z definice conv(M).
»,<=" Protoze conv(M) je konvexni dle véty B3] je M takeé. O

Pripomenme, Ze relativnd vnitiek mnoziny M C R"™ je vnitfek M pokud se omezime na nejmensi afinni
podprostor obsahujici M. Znac¢ime ri(M).

19
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Obrazek 3.1: Oddélitelnost mnozin M a N pomoci nadroviny a’ 2 = b.

Véta 3.6. Je-li M C R" konvexni, pak také ri(M) je konvexnd.

Diikaz. Bud x1,xe € ri(M). Pak existuji relativni e-okoli Ogz(z1), Oc(x2) € M. Uvazme konvexni kombi-
naci z = A\jz1 + Az a bod y € Og(0). Pak libovolny bod v Og(z) méa tvar x +y = A\z1 + Aoxe +y =
M(z1 4+ y) + No(z2 + y), coz nalezi do M diky tomu, ze x1 + y,x2 +y € M. O

Dulezita vlastnost, tykajici se konvexnich mnozin, z pohledu optimalizace je oddélitelnost, viz obra-

zek 311

Definice 3.7. Neprazdné mnoziny M, N C R" jsou oddélitelné pokud existuje vektor o # a € R™ a ¢&islo
b € R takové, ze

alz <b VYxeM,
alz>b VYzeN,

a zaroven neplati
a’z=b Yz e MUN.

Nize uvadime jednu z variant vét o oddélitelnosti konvexnich mnozin. Dikaz neuvadime, je soucéasti
jiného kursu.

Véta 3.8 (O oddélitelnosti). Budte M, N C R™ neprazdné a konvexni. Pak jsou oddélitelné prdavé tehdy,
kdyz ri(M) N1i(N) = 0.

Bud M C R" konvexni a uzaviena. Pomoci oddélitelnosti pak jednoduSe miZeme zavést tzv. tecnou
nadrovinu v hrani¢nim bodé z* € M k mnoziné M jako tu nadrovinu a’z = b, ktera oddéluje M a .
Pak plati a” 2* = b (nadrovina prochazi bodem z*) a mnozina M lezi v kladném poloprostoru, vyty¢eném
nadrovinou, tj. a’x < b pro viechna z € M.

Tvrzeni 3.9. Bud M C R"™ konvexni a uzaviend. Pak M je rovna priniku poloprostori uréenijch tecnymi
nadrovinams.

Diikaz. 7 vlastnosti a’x < bVa € M musi M lezet v primiku viech poloprostorti. Opacnou ¢ast dokazeme
sporem. Pokud existuje z* ¢ M v priniku poloprostort, pak jej (pfesné&ji fefeno, jeho malé okoli) lze
oddélit od M nadrovinou te¢nou k M. Nagli jsme tedy poloprostor, kde bod x* nelezi, spor. O

Tvrzeni nemé jen teoreticky ramec. Teénymi nadrovinami mizeme mnozinu M zapouzdfit do konvex-
niho polyedru s libovolnou pfesnosti, viz obrazek Této vlastnosti se vyuziva i v nékterych algoritmech,
které za¢nou s pocateénim vybérem teénych nadrovin a iterativné pfidévaji dalsi podle potieby, zejména
pokud je tfeba oddélit urcity bod polyedru od mnoziny M.
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/

Obrazek 3.2: Vnéjsi aproximace mnoziny M pomoci te¢nych nadrovin.

3.2 Konvexni funkce

Konvexni muze byt nejenom mnozina, ale i funkce.

Definice 3.10. Bud M C R" konvexni mnoZina. Potom funkce f: R™ — R je konvezni na M pokud pro
kazdé x1,x0 € M a kazdé A, Ay > 0, A1 + Xy = 1, plati

f()\lm'l + )\2.%'2) < )qf(xl) + )\Qf(.%'g).

Pokud plati podminka
FAm1 + Xawa) < Aif(x1) + Ao f (22)

pro v8echny konvexni kombinace s x1 # x5 a A, A2 > 0, pak je funkce ryze konvexni na M.

Podobné muzeme definovat konkdvni funkci jako takovou funkci f(x), pro niz —f(x) je konvexni.
Evidentné, funkce je linearni (pfesnégji afinni) pravé tehdy, kdyZ je zaroven konvexni i konkavni.

Priklad 3.11. Typickym pfikladem konvexni funkce je jakékoliv norma, protoze z definice je pro x1,x9 €
R"™a A, A2 >0, Ay + A2 =1,

[Ad1m1 + Aema|| < [|Ar@a ]| + [[Aezal| = Arllz1 || + Azl |-

Konvexni funkci je tedy nejenom hladka eukleidovska norma ||z|2, ale i nehladké normy ||z||1, |||/ nebo
jakéakoliv maticova norma.

Analogicky jako ve vété lze charakterizovat konvexni funkci pomoci konvexnich kombinaci k-tic
bodt.

Véta 3.12 (Jensenova nerovnost). Bud k > 2 a M C R" konvezni. Pak funkce f: R™ — R je konvexni
na M pravé tehdy, kdyZ pro libovolné x1,...,x, € M a A\i,..., A\ >0, Zle A =1, plati

FOSE ) < S50 N f ().

Diikaz. Matematickou indukci podle k. Pro k = 2 jasné, tak se zaméfme na indukéni krok. Definujme
o= Z;:ll Ai. Protoze a4+ A =1 a Zi:f a~!')\; = 1, mame podle indukéniho predpokladu

f(Zf:l Aixi) = f(O‘ Zi‘:f ot \iws + )\kxk) < af( Z;:f 04—1)%%) + A f (1)
<a XM am N f (@) + A f (k) = X A f(w0). O

Pro praktické ovéfovani konvexity funkce je pak velmi uziteéné néasledujici pozorovani.
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0 M T 0 M T

Obrazek 3.3: Epigraf £ nekonvexni (vlevo) a konvexni funkce (vpravo).

Véta 3.13. Funkce f(x) je konvexni na M prdvé tehdy, kdyz je konvexni na kazdé piimce. To jest, funkce
g(t) = f(x+1ty) je konvexni na odpovidajicim kompaktnim intervalu proménné t pro kazdé x € M a kaZdé
y velikosti 1.

Jina uziteéna charakterizace je pomoci epigrafu, viz obrazek 3.3
Definice 3.14. Epigraf funkce f: R™ — R na mnoziné M C R™ je mnozina
{(z,2) e R"™ we M, z> f(x)}.

Véta 3.15 (Fenchel, 1951). Bud M C R"™ konvezni mnoZina. Potom funkce f: R™ — R je konvexni prdvé
tehdy, kdyz je jeji epigraf konvexni mnoZina.

Diikaz. ,,=“ Oznacme jako &£ epigraf funkce f(x) na M, a bud (z1, 1), (x2, 22) € € jeho libovolné body.
Uvazme jejich konvexni kombinaci

)\1(%1, 2’1) + )\Q(xz, 2’2) = ()\1%1 4+ Aoxo, A1z1 + )\222).
Z konvexity M je A\jx1 + Aaxza € M a z konvexity f(z) je
f()\lxl + )\2.%'2) < )\1f(1‘1) + )\Qf(m'g) < Az1 + Agze.

,<* Bud & konvexni. Pro libovolné xi,z0 € M je (x1, f(x1)), (x2, f(z2)) € £. Uvazme konvexni
kombinaci A\jx1 4+ Aexe € M. Z konvexity £ je

A1(w1, f(21)) + Aa(z2, f(22)) = (A1 + A2z, A1 f (1) + A2 f(22)) € &,
tudiz f(A1z1 + Aoxe) < Ay f(w1) + Ao f(22). 0

Nasledujici vlastnost, ilustrovana na obrazku B4l je casto pouzivand v optimalizaci. Jak uvidime
v kapitole 4, mnozina piipustnych Feseni M optimaliza¢ni ilohu minge s f() je ¢asto popsana nerovnostmi
gj(x) <0,j=1,...,J. Pokud jsou funkce g; konvexni, mnozina M je pak také konvexni.

Véta 3.16. Bud M C R"™ konvexni mnoZina a f: R™ — R konvexni funkce. Pro libovolné b € R je
mnozina {x € M; f(x) < b} konvexn.

Diikaz. Pro libovolné body z1,z9 € {x € M; f(z) < b} uvazZzme konvexni kombinaci A1z + Agzo € M.
Z konvexity funkce f(z) méame

f()\lxl + )\2%2) < )\1f($1) + )\Qf(xg) < Ab+ Xb=0. O

Pekna vlastnost konvexnich funkci je i ta, Ze jsou spojité. Vétu uvadime bez dikazu, ktery je mozny
najit nap¥. v |[Lange [2016].

Véta 3.17. Bud M C R"™ neprdzdnd konvexni mnoZina dimenze n, a bud funkce f: R™ — R konvexni.
Pak f(x) je spojitd a lokdlné lipschitzovskd na int M.
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0 Mb x 0 Mb x
Obréazek 3.4: Mnozina M, == {x € M; f(z) < b} pro konvexni a nekonvexni funkei (viz véta B.16).

Y

0 51;1 T
Obrazek 3.5: Te¢na grafu konvexni funkce f(z) v bodé (x1, f(x1)).

3.3 Charakterizace konvexity funkce prvniho a druhého radu

Charakterizace konvexity funkce prvniho fadu ma péknou geometrickou interpretaci, viz obrazek
Te¢na vytvorend v kazdém bodé (z1, f(z1)) grafu funkce musi lezet pod grafem funkce, tedy f(z) >

flz) + V(@) (@ —a1).

Véta 3.18 (Charakterizace konvexity funkce prvniho fadu, Avriel 1976, Mangasarian 1969). Bud () #
M C R™ konvexni mnoZina a bud f(x) diferencovatelnd funkce na oteviené mnoziné obsahujici M. Pak
f(z) je konvexni na M prdvé tehdy, kdyZ pro kaZdé x1,x9 € M plati

flx2) = f(x1) > Vf(21)" (22 — 21). (3.1)

Ditkaz. ,=*“ Bud z1,29 € M a X € (0,1) libovolné. Pak

FIL =Nz + Az2) < (1= N)f(z1) + Af(z2),
FU1 = Nz1 + Awg) — f(w1) < A(f(22) — f(21)),
[l + M2 — 31)) — f(21) < f(wa) — f(z)

A

Limitnim pfechodem A\ — 0 dostaneme (B.I) podle pravidel o derivovani slozené funkce g(\) = f(x1 +
Az2 — x1)) podle A.
»<=“ Bud z1,29 € M a uvazujme konvexni kombinaci z = Ajx; + Agxe. Podle (B mame

f(x1) = f(z) > Vf(fﬂ)T(l“l —x) = Vf(SU)T(l“l — (M1 + Aame)) = )\2Vf(~’ﬂ)T(l“1 — T3),
f(x2) — f(z) > Vf(fﬂ)T(@ —x) = Vf(SU)T(M — (M1 + Aame)) = )\1Vf(:c)T(g:2 — 7).
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Prvni nerovnici vynasobime A1, druhou Ao a se¢tenim mame

M(f(z1) = (@) + A2 (f(22) — f(2)) 20,
neboli A; f(x1) + Aaf(z2) > f(x). O

Poznamka 3.19. Pro ryzi konvexitu mame analogickou charakterizaci
Vo, xo € M,z # oo ¢ f(z2) — f(x1) > Vf(x1)T (20 — z1). (3.2)

Véta 3.20 (Charakterizace konvexity funkce druhého fadu, Fenchel, 1951). Bud ) # M C R™ konvexnd
oteviend mnozina dimenze n a necht funkce f: M — R md spojité druhé parcidlni derivace na M. Pak
f(x) je konvexni na M prdvé tehdy, kdyz Hessidn V2 f(x) je positivné semidefinitni pro kazdé x € M.

Diikaz. Bud x* € M libovolné pevné. Ze spojitosti druhych parcialnich derivaci pro kazdé A € Ray € R™,
x* + Ay € M, existuje 6 € (0,1) takové, ze
* * *\T' 1 2 T2 *
f(z® 4+ Ay) = f(z%) + AV f(z") y+§)\y Vef(x* 4+ 0 y)y. (3.3)
.= Podle véty B.I8 je
fl@* 4+ Xy) > f@) + AV f(z*) Ty,
tudiz z (33) méame
yIV2f(z* + 0My)y > 0.

Limitnim pfechodem A — 0 dostaneme y” V2 f(z*)y > 0.
,<=" 7 positivni semidefinitnosti Hessianu mame y” V2 f(z* + 0\y)y > 0 ve vyrazu (3.3)), tudiz

Fl@* + Ay) > f(*) + AV (@) Ty,
coz podle véty BI8 ukazuje konvexitu f(z). O

Poznamka 3.21. Pro ryzi konvexitu méme takovouto charakterizaci:

(1) Je-li f ryze konvexni, pak Hessian V2f(z) je positivné definitni na M aZ na mnozinu miry 0, kde
je positivné semidefinitni.

(2) Je-li Hessian V2 f(z) positivné definitni na M, pak f je ryze konvexni.
Duvod, pro¢ v prvni vlastnosti neni Hessian positivné definitni vSude na M, je ten, Ze pii adaptaci dikazu
véty B.20] na ryz{ konvexitu miZze limitnim pfechodem A — 0 ostrd nerovnost pfejit v neostrou.
Priklad 3.22.

1. Funkce f(z) = 2% je ryze konvexni na R, ale Hessian f(x)"” = 1222 je nulovy v bodé x = 0.

2. Funkce f(x) = 72 m4 kladné druhé derivace viude na R\ {0}, ale neni tam konvexni. Divod je
nejen ten, ze R\ {0} neni konvexni mnozina, ale zékladni vlastnost konvexni funkce nebude splnéna
ani kdyZ budeme vynechavat nulu v konvexni kombinaci. Proto je nutné, aby nosn& mnozina byla
konvexni. Tudiz f(z) je konvexni t¥eba na (0, c0) nebo na (—oo,0). O

Pi#iklad 3.23. Uvazujme kvadratickou funkci f: R” — R danou ptedpisem f(z) = 27 Az + bz + ¢, kde
A € R™™ je symetrickd, b € R", ¢ € R (viz pfiloha na str. 6I]). Pak

e f(x) je konvexni pravé tehdy, kdyz A je positivné semidefinitni,

e f(x) je ryze konvexni pravé tehdy, kdyz A je positivné definitni. U
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3.4 Dalsi pravidla pro zjistovani konvexity funkce

Zde ukézeme jak se konvexita funkci chova pii soucinu, déleni, skladani a pod.

Véta 3.24. Méjme funkce f,g: R - R

(1) Jsou-li f(x),g(x) konvexni, nezdporné a neklesajici (nebo obé nerostouct), pak f(x) - g(x) je kon-
vexnt.

(2) Je-li f(x) konverni, nezdipornd a neklesajici, a g(x) konkdvni, kladnd a nerostouct, pak f(x)/g(x)
je konvexnd.

Diikaz. Ukazeme prvni vlastnost, druhé se dokaze analogicky.
Nyni (fg9)" = f"g+2f'g' + f¢g” > 0, protoze kazdy sc¢itanec je nezaporny. TudiZ podle véty 320 je fg
konvexni. 0

Priklad 3.25. Funkce f(z) = z, g(y) = y jsou obé& konvexni, ale jejich sou¢in h(z,y) = xy uz neni
konvexni ani kdyZ se omezime na (z,y) € [0,00)2, protoZe je konkévni na tsecce mezi body (1,0) a (0,1).
Proto je nutno, aby obé funkce byly stejné proménné. Funkee f(z)-g(z) = 22 uz zfejmé konvexni jest. [

Véta 3.26. Meéjme funkee f: R — RF, g: RF — R.

(1) Jsou-li f;(x) konvexni pro kazdé i =1,...,k a je-li g(y) konvexni a neklesajici v kazdé slozce, pak
(g0 f)(x) = g(f(x)) je konvewni.
(2) Jsou-li f(x) konkdvni pro kazdé i =1,...,k a je-li g(y) konvexni a nerostouci v kazdé slozce, pak

(go f)(z) =g(f(x)) je konveznd.

Diikaz. UkadZeme prvni vlastnost, druhé vlastnost se dokaze analogicky:.
Bud z1, 29 € R™. Pak pro konvexni kombinaci A\jx1 + Aozo mame

g(f Mz + Agw2)) < g(AMf(@1) + Aaf(22)) < Aig(f(21)) + Aeg(f(22)),
kde prvni nerovnost plyne z konvexity f a monotonie g, a druha nerovnost plyne z konvexity g. O

Priklad 3.27.

1’2733

T1—IT2
) e )

1. Je-li f: R™ — R konvexni, pak ef®) je konvexni. Tedy napf. e, e
2. Je-li f(z) > 0 a konvexni, p > 1, pak f(z)? je konvexni.
3. Je-li f(z) > 0 a konkavni, pak —log(f(x)) je konvexni. O

Priklad 3.28. Bez monotonie véta 3.26 neplati. Napi. pro konvexni funkce f(z) = 22 —1, g(y) = y? neni
g(f(z)) = (2 — 1)? konvexni. O

Poznamka 3.29. Testovani konvexity je obecné tézky problém. IAhmadi et all [2013]| ukazali, Ze je to
NP-tézky problém i pro t¥idu polynomu (vice proménnych) stupné nanejvys 4. Pro ,obecné“ funkce je
zatim oteviend i otazka jestli je konvexita rozhodnutelny problém.
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Kapitola 3. Konvezita




Kapitola 4

Konvexni optimalizace

Ulohou konvexni optimalizace rozumime tilohu
min f(z) za podm. z € M,

kde f: R™ — R je konvexni funkce a M C R” je konvexni mnozina. Casto se uvazuje mnoZzina p¥ipustnych
feSeni M ve tvaru

M ={zeR"; gj(x) <0, j=1,...,J},

kde gj(z): R® = R, j = 1,...,J, jsou konvexni funkce. Podle véty B.16 je tedy mnozina M konvexni.
V této kapitole ale budeme pracovat s obecnou konvexni mnozinou M.

Priklad 4.1. Ulohou konvexni optimalizace je napiiklad tiloha
min z; + 23 za podm. z7 + 23 <2
nebo tloha

min x% + x% + 2z9 za podm. x% + x% <2 O

4.1 Zakladni vlastnosti

Véta 4.2 (Fenchel, 1951). Pro tlohu konvezni optimalizace plati:

(1) Kazdé lokdlni minimum je globdlnim minimem.

(2) MnoZina optimdlnich FeSent je konvexnt.

(8) Je-li f(x) ryze konvexni funkce, pak optimdlni FeSeni je nanejvys jedno.
Diikaz.

(1) Bud 2° € M lokalni minimum a pro spor nechf existuje z* € M takové, ze f(z*) < f(x0).
Uvazujme konvexni kombinaci z = Az* + (1 — \)z® € M, A € (0,1). Pak

f@) SAf(@) + (1= N f() < Af(2°) + (1= N f(2°) = f(2).

To je spor s lokalni minimalitou 2° nebot pro libovolné malé A > 0 je f(z) < f(z).

(2) Budte x1,22 € M optimalni feSeni, a oznatme z = f(zr1) = f(x2) optimalni hodnotu. Pak pro
konvexni kombinaci £ = A\jx1 + Aaxe € M mame

f(@) < A f(@1) + Aef(22) = Az + Aoz = 2,
tedy i x je optimélni feSeni.

27
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(3) Pro spor predpokladejme, Ze z1,x9 € M, x1 # x29, jsou optimalni feSeni. Oznatme z = f(x1) =
f(z2) optimalni hodnotu. Pak pro konvexni kombinaci © = A\jx1 + Aoxe € M, A1, Ay > 0, mame

J(@) < Aif(zr) + Ao f(22) = Mz + Aoz = 2,
tedy x je lepSi nez optimélni feSeni, spor. O
Poznamenejme, Ze konvexni tloha nemusi mit Zadné optimum, napriklad mingcg e®. A to ani na
kompaktni mnoziné:
Piiklad 4.3. Definujme funkei f: [1,2] — R pfedpisem

fz) =

z prol <z <2
2 prox=1.

Funkee je konvexni, ale ne spojita a diky tomu se minimum na [1, 2] nenabyde. O

Véta 4.4. Bud () # M C R"™ oteviend konvexni a f: M — R konvexni a diferencovatelnd na M. Pak
x* € M je optimdlni FeSeni pravé tehdy, kdyz V f(z*) = o.

Diikaz. ,,=“ Bud z* € M optimalni feSeni. Pak je lokadlnim minimem a podle véty 2Z1lje V f(z*) = o.
,<“ Bud Vf(z*) = o. Podle véty B.I8 pro kazdé x € M je f(x) — f(z*) > Vf(z") T (z —2*) = 0, tedy

f(x) > f(z*), a proto je * optimalnim FeSenim. U

Poznamenejme, Ze otevienost mnoziny M z predchozi véty je nutna. Napriklad pro tlohu mingcp o =
je M = [1,2] konvexni a ucelova funkce f(x) = x je diferencovatelna na R, ale v optimu z* = 1 je jeji
derivace f'(1) = 1.

Vétu muzeme zobecnit na ne nutné oteviené mnoziny:

Véta 4.5. Bud ) # M C R™ konvexni a f: M’ — R konvexni a diferencovatelnd na oteviené M' O M.
Pak x* € M je optimdlni Feseni pravé tehdy, kdyz pro kazdé y € M je V f(x*)T (y — 2*) > 0.

Diikaz. ,,=* Pro spor piedpokladejme, 7e existuje y € M takové, ze Vf(z*)T (y — 2*) < 0. Uvazujme
konvexni kombinaci )y = Ay + (1 — A\)z* =z* + Ay — z*) € M. Pak

x*+ Ay — %)) — f(z*
0> Vf(x*)T(y - x*) - )\li%h f( * (y A )) f( ) - A—0+ A

Tudiz pro dost malé A > 0 je f(zy) < f(z*), spor.
,<=" Podle véty BI8 pro kazdé y € M je f(y) — f(z*) > Vf(2*)T (y — 2*) > 0. Tedy f(y) > f(z*), a
proto je x* optimélnim reSenim. O

Podminka z véty uspéje specialné, kdyz V f(z*) = o. Tedy kazdy stacionarni bod je automaticky
globalnim minimem.

Priklad 4.6. Prvni tloha z prikladu [4.1]
min x1 + x9 za podm. x% + x% <2
méa zfejmé optimum v bodé z* = (—1, —1)7. Pomoci véty 25l to snadno ovéiime. Protoze V f(z*) = (1,1)7,

musime ukézat, Ze pro kazdé pfipustné reseni y plati

Vi) -a) =0 (4 17) >0

¢ili y1 + yo > —2. To je zjevné pravda.
V druhé tloze z prikladu [£.]] fesime

min z? + 23 + 2z5 za podm. 22 + 23 < 2.

Spocitame Vf(z*) = (2z1,2zx2 + 2)7 a tento gradient je nulovy v bodé z* = (0, —1). Protoze bod x*
spliiuje omezeni dlohy, je to hledané optimum. O
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Priklad 4.7 (Systém hodnoceni vykonnosti). Existuje fada metod, jak vyjadrit hodnoceni entit na za-
kladé zndmych vysledkt - napiiklad vykonnost hrace ¢i sportovniho tymu na zakladé odehranych utkéani.
Uvazujme néasledujici metodu |[Langville and Meyer, 2012]. Mé&jme n tymi, které chceme ohodnotit pomoci
¢isel r1,...,r, € R™. Necht A € R™ " je znama skoérovaci matice, ktera na pozici a;; udava bodovy zisk
tymu i nad tymem j. Tato matice je antisymetricka, tj. A = —A” nebot a; = 0 a a;; = —aj;. Chceme, aby
hodnoceni 7 = (ry,...,r,)T reflektovalo bodové zisky, takze idealné a;; = r; —rj, neboli A = rel —erT.
To se nemusi podarit presné, ale miZeme se snazit o co nejlepsi aproximaci. To nas vede na optimaliza¢ni
tlohu

min f(z) = ||A — (zel —ex)|?.
reR?

Jako maticovou normu zvolime Frobeniovu normu, definovanou pro matici M € R™™™ jako |M| =
ivj m?j = \/m; proto minimalizujeme druhou mocninu normy. Uéelovou funkci pak miZeme
vyjadrit
flz) =tr((A— (ze’ — ewT))T(A — (ze” —ea™)))
= tr(ATA) — tr(AT (ve” — ea™) + (e’ — ex™)TA) + tr((ve” — ex”)T (ze! — ea™))
= tr(ATA) — 42T Ae + 2n(aT2) — 2(eT )2

Gradient a Hessian tcelové funkce jsou
Vf(x) = —4Ae + dnx — dee’z, V2f(x) = 4(nl, — eel).

Hessian je positivné semidefinitni, proto je f(x) konvexni. Podminka optimality V f(z) = 0 pak vede na
soustavu

(nI, — eel )z = Ae.

Matice ma hodnost n — 1 a tudiZ je mnoZzina feSeni celd primka x = %Ae + ae, a € R. Na této ptfimce
je funkce f(z) konstantni, proto jsou vSechny jeji body optimalni. V praxi se vektor hodnoceni normuje
tak, aby e’ = 0, coz nam da vysledny vzorecek pro hodnoceni r = %Ae. O

Specialni tlohy konvexni optimalizace maji specifické vlastnosti. V nasledujicich sekcich probereme
nékolik takovych specialnich pfipadu.

4.2 Kvadratické programovani

Ulohou kvadratického programovdni je tloha
min 27 Cz+d'z za podm. x € M,

kde C € R™ ™ je symetrickd, d € R™ a M C R" je konvexni polyedr. Pokud matice C je positivné
semidefinitni, pak jde o konvexni tlohu, ktera se nazyva konvexni kvadratické programovdni.

Konvexni kvadratické programovani je efektivné fesitelné v polynomialnim ¢ase [Floudas and Pardalos,
2009, sekce ,,Complexity Theory: Quadratic Programming®|. V piipadé, Ze C neni positivné semidefinitni,
problém se stava NP-tézkym, dokonce i nalezeni lokdlntho minima. Zajimavé je, ze NP-tézkost plati i jen
pokud jediné vlastni ¢islo matice C' je zaporné |Pardalos and Vavasis, [1991); Vavasis, 1991]. NP-tézkost spe-
cialniho pripadu s negativné definitni ukdZzeme dole; z estetickych divodi tlohu formulujeme ekvivalentné
jako maximalizaci s positivné definitni matici, nebot max,cys 27 Cx = — mingep —27 C.

N

Véta 4.8. Uloha maxgen ! Cx je NP-tézkd i pro C positivné definitnd.

Diikaz. Redukci z NP-tplné ulohy SET-PARTITIONING: Lze mnozinu danych &isel aq, ..., a, € N rozdélit
do dvou skupin se stejnym sou¢tem? Ekvivalentné, existuje z € {£1}" tak, ze Y ;" | oya; = 07 Tuto alohu
muzeme preformulovat jako

n n
max Zx? za podm. Zaixi =0, z € [-1,1]".
i=1 i=1
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Optimalni hodnota této tlohy je n pravé tehdy, kdyz SET-PARTITIONING ma4 TeSeni. Optimalizacni tiloha
odpovida piedpisu, protoze podminky jsou linearni a ucelova funkce ma tvar 2 Cx + dx pro C = I,,
d=o. O

Priklad 4.9 (Problém vybéru portfolia). Jedna se o uc¢ebnicovy priklad pouziti konvexniho kvadratického
programovéani. Pritkopnikem v této oblasti byl Harry Markowitz, nositel Nobelovy ceny za ekonomii z roku
1990, i kdyz jeho vysledek je z uz roku 1952.

Zakladni tloha zni: Mame kapitadl K a miiZeme investovat to n investic, investice ¢ vynese ¢; jednotek
penéz. Problém nalezeni optimélniho portfolia investic vede na trivialni tilohu linearniho programovéni

max ¢!z za podm. e’z =K, x> o.

Vynos investic ale nebyva znamy dopredu a modeluje se jako ndhodna veli¢ina. Necht ndhodny vektor
¢ mé stfedni hodnotu ¢ := Ec¢ a kovarianéni matici ¥ := cove = E (¢ — é)(c — &é)T, ktera je positivné
semidefinitni (dikaz: pro kazdé x € R” je 7%z = 27 (E(c — &)(c — &)1z = Exl(c — &)(c — &)Tx =
E((c — &)Tz)? > 0). Pak pro realny vektor x € R® mame, Ze stfedni hodnota ¢’z je E(c'z) = é'x a
rozptyl ¢’z je var(c'z) = 27 Sz,

Pokud bychom chtéli maximalizovat stfedni hodnotu vynosu, povede to na tlohu

T

max ¢z za podm. elz =K, > o.

Chceme-li vzit v uvahu riziko investic, modelujeme tlohu jako konvexni kvadraticky program

T

max ¢ & — 'yxTEm zapodm. elz =K, z> o,

kde v > 0 je tzv. parametr averze vici riziku. O

Priklad 4.10 (Planovani tras kvadrokoptér). Cilem je naplanovat trasu kvadrokoptéram tak, aby nedoslo
k jejich kolizi a aby se presunuli z pocatecni do koncové pozice s co nejmensim Gsilim. V naSem modelu
diskretizujeme ¢as na tuseky délky h. Proménné budou pozice p;(k), rychlost v;(k) a zrychleni a;(k) pro
kvadrokoptéru i v ¢ase k. Omezeni jsou:

e fyzikalni: vztah zrychleni a rychlosti, rychlosti a pozice,. .. (napt. vi(k) = vi(k — 1) + h-a;(k — 1),

pi(k) =pi(k—1)+h-vi(k—1),...)

e omezeni na maximalni rychlost, zrychleni a zménu zrychlent,

e pocatecni a koncova pozice,

e zamezeni kolize je nekonvexni omezeni (||p;(k) —p;j(k)||2 > 7 Vi # j), proto se musi linearizovat
Utelové funkce je pak dana sou¢tem norem zrychleni v jednotlivych casech (32, llai(k) + g[[3). Vice
podrobnosti viz:

e https://www.youtube.com/watch?v=wwK7WvvUv1lI

e . Augugliaro, A.P. Schoellig, and R. D’Andreal, Generation of collision-free trajectories for a quadro-
copter fleet: A sequential convex programming approach, EEE/RSJ International Conference on
Intelligent Robots and Systems, 2012: pp. 1917-1922.

Jakkoli by se mohlo zdét, Ze tento problém je trochu umély, planovani bezkoliznich tras je zrovna
aktualni problém pfi fizeni letového provozu nad letisti.

4.3 Kuzelové programovani

Tato sekci vychézi zejména z knihy [Ben-Tal and Nemirovski [2001]. Motivace ke kuzelovému programovani
je nasledujici. Uloha linearniho programovani

min ¢’z za podm. Az >b

se da zobecnhovat riznymi zpusoby. V sekci jsme nahradili linedrni funkce kvadratickymi. Jiny zptisob
je zobecnit relaci ,,>“.


https://www.youtube.com/watch?v=wwK7WvvUvlI
http://flyingmachinearena.org/wp-content/publications/2012/AugugliaroIROS2012.pdf
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Definice 4.11. Mnozina () # K C R™ tvoii konvexni kuZel pokud plati dvé podminky:
(1) prokazdé a« > 0az € K je ax € K,
(2) pro kazdé z,y € K jex +y € K.

Dale, kuzel je bodovy, pokud neobsahuje piimku.

Tvrzeni 4.12. Je-li K bodovy konvexni kuZel, pak definuje
(1) dédstecné uspordddnd predpisem x >, y prdvé tehdy, kdyz x —y € K,
(2) cdstecné ostré uspotdddni predpisem x > y prdve tehdy, kdyZ x —y € int IC.

Nadale budeme uvazovat bodovy, konvexni, uzavieny kuzel K, majici nepréazdny vnitiek.

Priklad 4.13 (Priklady kuzZeli). Typickymi piiklady kuZeli jsou

e nezdporny ortant R} = {x € R™; x > 0}. Odpovidajici uspofadani je standardni nerovnost > pro

vektory.

o Lorentziv kuzel (zmrzlinovy kornout) L = {z € Rz, > /S0 2?} = {z € R%z, >
(@1, zn—1)2}-

o Zobecnény Lorentziv kuZel L = {x € R"; x,, > ||(z1,...,2n—1)||}, kde || - || je libovolna norma.

e Polyedricky kuZel je popsany soustavou nerovnic Az < 0. Do této kategorie spadé napiiklad neza-
porny ortant nebo zobecnény Lorentztuv kuZel pii pouziti maximové ¢ souctové normy.

o KuZel positivné semidefinitnich matic.

Nyni mame vie piipraveno k tomu vyjadfit, co to je kuZelové programovani. Uloha kuzelového progra-
movdni je

min ¢’z za podm. Az > b. (4.1)

Priklad 4.14 (Priklady kuZelovych programi).
e Pro K =R’} dostaneme klasické linedrni programovani.

e Pouzijeme-li Lorentztv kuzel, dostaneme zajimavéjsi priklad
min ¢’z za podm. ||Bzx —alls <dlz+ f. (4.2)

Tato tloha nelze jednoduse prepsat na tlohu s konvexnimi kvadratickymi omezenimi, nebot umoc-
nénim obou stran nerovnice dostaneme sice kvadratickou funkci, ale nebude konvexni (konvexita
se zrusila umocnénim).

e KuZelova omezeni jsou navic kombinovat, takZze mizeme uvazovat i tlohy typu
min ¢’z zapodm. Az >b, |Bx —als < d'z+ f.

Divod je ten, ze kartézsky soucin kuzeld je opét kuzel. V tomto piipadé jsme pouzili kuzel K :=
R x L.
Tento typ tloh se nazyvé kuzelové kvadratické programovéni, viz sekce [4.3.2]

e KuzZel positivné semidefinitnich matic vede na tlohy typu
n
min ¢’z za podm. ZxkA(k) — B je positivné semidefinitni,
k=1

kde Ay, ..., A, B jsou symetrické matice. Tyto tlohy se nazyvaji tilohami semidefinitniho progra-
movani, vice viz sekce £.3.31
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4.3.1 Dualita v kuzelovém programovani

Motivace. Pro linearni program min{c’z; Az > b} se dualita odvozovala takto: Bud x piipustné a

pro kazdé y > 0 plati jako disledek y” Az > yTb. Pokud néhodou plati yZA = ¢!, pak dostavame

'z = yT Az > yTb. Jinymi slovy, y7'b je dolni odhad na minimalni hodnotu pro viechna y > 0 s vlastnosti

ATy = ¢. To vede k dualni tloze a slabé dualité
min{c’ z; Az > b} > max{bTy; ATy =¢, y>0}.

Jakou relaci nahradit y > 0 v pifpadé kuzelového programovani (dI))? Ukazuje se, Ze y > 0 ani y >, 0
nemus{ fungovat spravné. Zajima nas vlastné mnozina takovych y, Ze pro kazdé a >, 0 je yTa > 0. Je
zi'ejmé, Ze tato mnozina tvoii kuZel a tento kuzel se nazyva dudlni k /.

Definice 4.15. Bud K C R"” kuzel. Pak dudini kuZel ke K je kuZzel
K*={y eR" yTa>0VaeK}.
Pomoci dualniho kuzele pak stanovime dualni ulohu k (1)) jako
max by zapodm. ATy=c¢, y > 0. (4.3)
Slabou dualitu jsme jiz viceméné dokézali.
Véta 4.16 (Slaba dualita). Plati: min{c’z; Az >, b} > max{bTy; ATy =¢, y>,. 0}.
Driikaz. Pro kazdé y >j. 0 splimjici ATy = ¢ a pro kazdé x spliwjici Az > « b plati

T

e =y Ax > y7b.

Jinymi slovy, hodnota tcelové funkce kazdého p¥ipustného feSeni primérni tlohy je horni mez{ na hodnotu
ucelové funkce kazdého pripustného feseni dualni dlohy. TudiZ nerovnost plati i pro mezni hodnoty. [

Ukazme si nékteré zakladni piiklady a vlastnosti dualnich kuzeli. Obrézek [4.1]je pak graficky ilustruje.
Napiiklad vlastnost tvrzeni [I8(4)|je ilustrovana obrazky ETal a [£Td

Piiklad 4.17.
e Nezaporny ortant je samodualni, to jest (R’')* = R’ (viz obrazek f.Tal).
e Lorentziv kuzel je také samodualni, £* = £ (viz obrazek [L1D)).

e KuZel positivné semidefinitnich matic je také samoduélni; zde skalarni soucin positivné semidefi-
nitnich matic definujeme jako (A, B) := tr(AB) = }_, ; a;;bi;. O

Tvrzeni 4.18. Plati:
(1) K* je uzavieny konverni kuZel.
(2) Je-li K uzavreny konvexni kuZel, pak (K*)* = K.
(3) Jsou-li Ky, Ko kuZele, pak IC1 x Ka je kuZel a (K1 x Ko)* = K7 x K5.
(4) Jsou-li K1 C Ko kuZele, pak K7 2 K3.

7 téchto vlastnosti hned vidime, Ze tlohou konvexniho kuzelového programovani je i napiiklad
min ¢’z za podm. Az >b, Bz > d,
jehoz duélni ulohou je
max b'y+d'z zapodm. ATy+Blz=¢ y>0, 2 >+ 0.

Podobné mtzeme uvazovat i jiné kombinace kuZelovych omezeni.
Jak je to se silnou dualitou v konvexnim kuzelovém programovani? V celé obecnosti neplati a je nutno
se vyhnout patologickym piipadim. Za celkem obecnych predpokladi lze silnou dualitu odvodit.
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(a) Nezaporny ortant R’ a jeho dual (R7})* pro n = 2. (b) Lorentziv kuZel £ a jeho dual £*.
X9 \ ,C
K
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o\/ T
—KC*
—[*
(c) Kuzel a jeho dual v R?. (d) Zobecnény Lorentziv kuzel £ a jeho dual £*.

Obréazek 4.1: Kuzele a dualni kuzele (pro ucely zobrazeni jsou dualni kuzele vynasobené —1, tedy otoc¢eny
dle pocatku).

Véta 4.19 (Silna dualita). Optimdlni hodnoty primdrni a dudlni dlohy jsou stejné pokud plati jedna
z podminek

(1) primdrni iloha je strikiné pripustnd, tj. evistuje x takové, Ze Ax > b,

(2) dudlni tiloha je strikiné pripustnd, tj. existuje y >y 0 takové, Ze ATy = c.

Diikaz. Ukazeme jen zakladni mysSlenku pro bez technickych detaili; diky dualité je analogické.
Ozna¢me jako f* optimalni hodnotu a predpokladejme, ze ¢ # 0 (jinak f* = 0 a pro y = 0 nastava
siln& dualita). Definujme mnozinu

M:={y=Az—b;z R, Lz < f*}.

Da se snadno nahlédnout, ze M Nint(K) = 0. Jinak totiz existuje x takové, ze Az > b a e < f* a
proto malou zménou vektoru x ve sméru —c docilime super-optimalni hodnoty.

ProtoZe jsou ob& mnoziny M, K konvexni, jdou oddélit nadrovinou A’y = 0 (nula na pravé strand
je diisledek toho, Ze K je kuzel). Protoze K nélezi do kladného poloprostoru, tak ATy > 0 pro viechna
y € KC, z éehoz A € K*. Protoze M nalezi do zaporného poloprostoru, tak ATy < 0 pro viechna y € M,
Gili AT Az < AT'b pro vSechna z takova, ze ¢l z < f*. To nastane jen kdyz normaly AT\, ¢ jsou linearné
zavislé, tedy AT X = pc pro p > 0.
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T2

Obrazek 4.2: (Priklad [4.20]) Kuzelovy kvadraticky program, pro ktery se optimalni hodnota nenabyde.

D4 se nahlédnout, ze musi p > 0. Pokud totiz p = 0, tak ATA = 0 a také ATb > 0. Diky striktni
piipustnosti primarni tlohy mame Z takové, Ze Ax >, b. Protoze A >;. 0, A # 0, tak prendsobenim
ziskavame A\T(AZ — b) > 0, neboli ATb < 0, spor.

Po normalizaci ¢ = 1 mame AT\ = ¢. To nam dava dualné piipustné FeSeni \, protoze spliiuje AT\ = ¢,

A 2« 0. Navic vime M'b > ANz = ¢Tx pro vechna z takova, ze ¢z < f* (tedy i pro x takove, Ze

c'z = f*), z éehoz ATb > f*. Spolu se slabou dualitou mame rovnost. O

Poznamenejme, Ze i kdyZ plati silnd dualita a navic jsou optimélni hodnoty obou tloh (stejné a)
kone¢né, tak se mize stat, ze optimalni hodnota se nenabyde (formalné bychom méli psat ,inf“ misto
,min“). To ilustruje nasledujici priklad.

Priklad 4.20. Uvazujme tlohu typu kuZelového kvadratického programovani, tj. typu (4.2)
min 71 za podm. +/(r1 —22)%2+ 1<z + 29.
Umocnénim obou stran nerovnice a upravenim piepiSeme tlohu na
min x1 za podm. 4xixs <1, 1+ 22 > 0.
Prestoze je tloha striktné pfipustna, optimalni hodnota 0 se nenabyde, viz obrazek O
Dalgi piiklad ukazuje situaci, kdy predpoklady véty .19 nejsou splnény a silna dualita nenastéavé.

Piiklad 4.21. Uvazujme tlohu typu kuZelového kvadratického programovani

min x9 za podm. \/az% + x% < 1.

Upravou podminek dostaneme tvar
min z9 za podm. xz9 =0, z1 > 0,

ze kterého je patrné, Ze optimélni hodnota je 0 a optimalni FeSeni jsou vSechna piipustna TeSeni, to jest
nezaporné prvni soufadna osa.
Abychom sestavili dualni program, piepiSeme primarni tilohu do zékladniho tvaru

min o za podm. (ml,xg,xl)T >, 0.
Dualni tloha pak ma tvar
max 0 zapodm. y;+y3=0, y2=1, y>,0.

Nerovnost y > . 0 prepiSeme na y3 > VY2 + y3, coz s podminkou y; +y3 = 0 vede na y» = 1 a spor. TudiZ
duéalni tloha nemé4 pfipustné feSeni. A to pfestoze priméarni tloha mé koneéné optimum. O
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4.3.2 Kuzelové kvadratické programovani

Pod pojmem kuzelové kvadratické programovéni rozumime tlohu kuzelového programovani s linearnimi
podminkami a s podminkami odpovidajicimi Lorentzové kuZeli. Pro jednoduchost uvazujme jen jeden
Lorentzuv kuZel a ulohu

min ¢z za podm. Az >b, Bz >, d. (4.4)
Pokud vyjadiime
Df
B|d)=
wlao=( 1)

tak podminku Bz >, d miZeme piepsat jako ||Dz — f||2 < pTa — ¢. Tudiz dostavame explicitni popis

ulohy (4.4))
min ¢’z za podm. Az >b, |Dx — fll2s <pla —q. (4.5)

Pripomenme, Ze tloha se nedé pfimocare prepsat jako konvexni kvadraticky program, ani s konvexnimi
kvadratickymi podminkami. Pfedstavuje tak novou t¥idu tloh, které jsou efektivné feSitelné, ale pritom
maji velkou formula¢ni schopnost. Do tvaru (4.3]) 1ze totiz pFepsat mnoho zajimavych funkei a nelinearnich
podminek.

Priklad 4.22 (Priklady kuzelového kvadratického programovani).

e Kvadratické podminky. Napriklad podminka 27z < z se piepiSe na 2’z + 1(z — 1)% < 1(z + 1),
z &ehoz odmocnénim plyne vyjadreni [|(z7, 3(z — 1))[2 < 3(z + 1).

e Hyperbola. Podminka = -y > 1 na y > 0 se prepiSe do tvaru i(:ﬂ +y)? >
odmocnénim (jez je na y > 0 ekvivalentn{ tipravou) dostaneme ||(1, 2 (z —y

~— =
B
IN
N[
8
+
>

Na druhou stranu, kuzelovou kvadratickou podminkou neni naptiklad e® < z atp.

Dualni dloha
max bly+d'z zapodm. ATy+BTz=¢, y>0, z > 0

pak pii vyjadieni z = (u”,v)? dostane tvar
max by +dlz zapodm. ATy+BTz=c, y >0, v>|ulo.

Dualni dloha tak predstavuje rovnéz kuzelovy kvadraticky program.

4.3.3 Semidefinitni programovani

Pouzijeme-li kuZel positivné semidefinitnich matic v uloze kuzelového programovani (1), dostaneme tiidu
uloh tzv. semidefinitniho programovdni

n
min ¢’z za podm. ZxkA(k) ~ B, (4.6)
k=1
kde ¢ € R™, matice AD), ... AW B e R™*™ jsou symetrické a relace A = B znadi, ze A — B je positivné

semidefinitni matice[!)
Jak bude vypadat duélni tloha? Podle nageho vzoru (&3] bude mit tloha m? proménnych, ¢li piedsta-
vuji neznamou matici Y € R™*™. Dualni ucelova funkce je ZZ j bi;yij, rovnice maji tvar ZZ j az(f)yij =cp

a podminka Y >,. 0 je pak ziejmé tvaru Y = 0. Celkem dostavdme dudlni dlohu jako

max tr(BY) za podm. tr(A®Y)=¢,, k=1,...,n, Y = 0. (4.7)

DRelace = urcuje ¢astecné usporadani, které se nskdy nazyva Léwnerovo usporadan{ podle amerického matematika Geského
puvodu Karla Lownera.
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Priklad 4.23 (Priklady semidefinitniho programovani).

e Linedrni podminky. Linearni podminky Az < b miZeme piepsat jako semidefinitni podminky takto:

bl—Al*m 0 0
0 bQ—AQ*CC EO
: - : 0
0 0 by — Az

o KuZelové kvadratické podminky. Jdou prepsat jako semidefinitni podminky. Staci to ukézat pro
podminku ||z]]2 < z, ostatni dostaneme linearni substituci. Plati

z-1, =x
lzllo <z < < xTn z> > 0. (4.8)

Drikaz. Pro z = 0 ekvivalence plati, tudiz se omezime na ptipad z > 0. Matici budeme nahlizet jako
matici kvadratické formy a upravime ji na blokové diagonalni tvar pomoci fadkovych a analogicky

sloupcovych tdprav. Odec¢tenim %xT—nésobku prvnfho blokového fadku od druhého a stejné na
sloupce dostaneme

z-I, x z- I, 0
2 2 0 z—%xT:U )

Tato matice je positivné semidefinitni pravé tehdy, kdyz z > 0 a 272 < 22, neboli po odmocnéni
[ z]l2 < 2.

e Vlastni ¢isla. Rada vztahit okolo vlastnich &isel se da vyjadrit jako semidefinitni podminka. Napfi-
klad nejvétsi vlastni ¢islo Apax symetrické matice A € R™*™:

Amax = min z za podm. z -1, = A.

Priklad 4.24. UvaZzujme opét problém vybéru portfolia (piiklad 9]

max ¢!z za podm. ez =K, > o,

kde ¢ je ndhodny vektor se stiedni hodnotou & := E ¢ a kovarianéni matici ¥ := cove = E (¢ — é)(c — é)7.
Predpokladejme, Ze portfolio Z je jiz vybrano, ale pro kovarianéni matici mame jen intervalovy odhad
¥ < ¥ < By, Jakeé je riziko portfolia #? To je dano rozptylem vynosu ¢! %, jenz je roven &’ L. Tudiz
nejvétsi rozptyl spoditame semidefinitnim programem

max 1Y% za podm. ¥ <X <3y X >=0.
Ucelova funkce je linearni v proménnych ¥ a podminky snadno piepiSeme do tvaru (&) podle pii-
kladu [4.23] O
4.4 Vypocetni slozitost
Ulohy konvexni optimalizace jsou povazovany vesmés za efektivné FeSitelné. Vskutku, jak naznacime
v sekci [4T] za celkem obecnych predpokladi jsou konvexni tlohy feSitelné v polynomiélnim ¢ase. Na

druhou stranu, neplati to pro vSechny konvexni tlohy. V sekci [4.4.2] se seznamime s jednou vypocetné
slozitou tifidou tloh.
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4.4.1 Dobré zpravy — elipsoidova metoda

Uloha konvexni optimalizace mingeys f(x) je feditelna polynomidlné pomoci elipsoidové metody za cel-
kem obecnych predpokladi. Tento vysledek je spiS teoreticky, k praktickému fesSeni se spiSe hodi jiné
polynomialni metody, jako jsou metody vnitfnich bodd.

Elipsoidovid metoda slouzi k nalezeni piipustného feSeni, ale to je v zasadé pouzitelné i pro nalezeni
optima. Zékladni myslenka, jak nalézt bod x € M nebo urcit, ze M je prazdna, je nasledujici. Nejprve
nalezneme dostatecné velky elipsoid &£, ktery obsahuje celou mnozinu M. Pak otestujeme, zda stied c
elipsoidu & se nalézd v M. Pokud ne, coZz je ten zajimavéjsi piipad, tak sestrojime nadrovinu, ktera
prochazi bodem ¢ a neprotind M (tedy néco jako te¢nou nadrovinu, ale nemusi byt pfesné te¢na, ale mize
byt posunuté az do c¢), tudiz M se naléza v poloprostoru a’z < b. Pak sestrojime co do velikosti mensi
elipsoid, ktery obsahuje priinik £ N {x; a”x < b}. Tento postup opakujeme, a protoze se velikost elipsoidu
exponencialné zmensuje, tak po polynomialni po¢tu krokt nalezneme piipustny bod nebo musi M = ().

Aby vyse popsany algoritmus byl korektni a polynomialni, musi byt splnény urcité predpoklady, jako
je

e Mnozina pripustnych feSeni M nesmi byt moc placatd ani moc velkd. Musi existovat ,rozumé*

velkd ¢isla r, R > 0 takova, ze M obsahuje kruh o poloméru r a pfitom M je obsazeno v kruhu
{z; llzl2 < R}.

e Separacni vlastnost. Pro kazdé z* € R™ musime umét rozhodnout v polynomialnim ¢ase zda z* € M.
Pokud z* & M, tak musime navic umét najit vektor a # o takovy, ze a’ z* > SUP,e s a’z. To nam
da nadrovinu o’z = a’z*, ktera spliwje a’z < a”x* pro viechna x € M.

Separa¢ni vlastnost 1ze vétsinou implementovat takto. Pokud popis M obsahuje podminku g(x) <0,
kterad neni v z* splnéné, pak lze volit a := Vg(z*), nebot z pfedpokladu g(z*) > 0 a z konvexity g
je al'(z — x*) = Vg(a*)T (x — 2*) < g(x) — g(z*) < g(z) < 0 pro viechna x € M.

Elipsoidova metoda fesi problém s danou piesnosti. Optimum mtze byt napiiklad v/2, coz nelze piesné
representovat v klasickém vypocetnim modelu, proto ani piesné optimum nemiizeme obecné pozadovat.
Pro vyjadreni presnosti je vSak jeSté zapotiebi urcit miru neptipustnosti. Pro linearni podminky Ax < b
lze pouzit napfiklad miru

min z za podm. Ax —ze <b, z >0,

a pro semidefinitni podminku > }_, A% = B lze pouzit miru
min z zapodm. Y.p_, xxA®) 421, = B, 2 > 0.

Priklad 4.25. V urcitych pfipadech dava elipsoidovid metoda polynomialni algoritmus i pro tlohy s expo-
nencialné ¢ dokonce nekoneéné mnoha omezenimi. Bud napiiklad M jednotkové koule popsana teénymi
nadrovinami

M={zcR" o’z <1, VYa:|a|s =1}.

Abychom ovéfili, zda dany bod x* € R™ néalezi do mnoZiny M, neni potieba prochézet viech nekoneéné

mnoho omezeni, ale staci zkontrolovat to pfipadné porusené, coz je piipad a = ”11”21'*. ]

4.4.2 Spatné zpravy — kopositivni programovani

Ne kazda konvexni uloha je vypocetné jednoducha (polynomialni). Zde predvedeme konvexni alohu, ktera
je NP-tézka. Oznacme jako

C:={AeRV™ A=A" 2TAz>0Vz >0}
konvexni kuzel kopositivnich matic a jako
C* := conv{zz!; z > 0}

k nému duélni kuzel dplné positivnich matic. Zejmé mnozina C obsahuje nezdporné symetrické matice i
positivné semidefinitni matice, nicméné obsahuje i dalsi. Podobné mnozina C* obsahuje matice, které jsou
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nutné nezaporné positivné semidefinitni, ale ne kazda takovato matice nélezi do C*. Poznamenejme, Ze do-
konce uZ jen testovani, zda dan& matice je kopositivni, je co-NP-tuplny problém |[Murty and Kabadi, [1987).
Testovani, zda dand matice je uplné positivni je NP-tézké [Dickinson and Gijben, 2014|, ale pfislusnost
t¥idé NP dosud nebyla prokazana.

Uvazujme tlohu tzv. kopositivniho programovdni |Diix, 2010)]

min tr(CX) za podm. tr(4;X)=10b;, i=1,...,m, X €C, (4.9)
kde C, Ay,..., A € R™™ a by,..., b, € R. Ukelova funkce

tr(CX) = Z CijTjj
2

je obecna linearni funkce v proménnych X a analogicky rovnice jsou linedrni. Jedinou nelinedrni podminkou
je X € C, coz z ulohy déla konvexni kuZzelovou tlohu. Pro srovnani uvazujme i konvexni tlohu s podminkou
na dplnou positivnost matice X:

min tr(CX) zapodm. tr(4;X)=0b, i=1,...,m, X e€C" (4.10)
Obé tlohy jsou konvexni, ale presto NP-tézké. Predvedeme diikaz pro druhou z nich.
Véta 4.26. Uloha (@I0) je NP-téZkd.

Ditkaz plyne z toho, Ze tlohou miZeme zformulovat problém nalezeni velikosti maximalni nezévislé
mnoziny v grafu. Bud G = (V, E) graf s n vrcholy a necht a zna¢i velikost maximéalni nezavislé mnoziny
v grafu G, tj. velikost nejvétsi (co do kardinality) mnoziny I C V takové, ze i,j € I = {i,j} € E.

Véta 4.27. Plat?
o =max tr(ee’ X) za podm. x;; =0V{i,j} € E, tr(X)=1, X € C*. (4.11)
Diikaz. Uvazujme konvexni kuzel
{X eC* xi; =0V{i,j} € E}.

Jeho extrémni hrany jsou matice tvaru zz’, kde 2 > 0 a support vektoru z (tj. pocet kladnych slozek)
odpovida nezavislé mnoziné v grafu G. Podminka tr(X) = 1 v tloze (£11]) pak jen normuje vektory tohoto
kuzele. Protoze ucelova funkce ulohy (A1) je linearni, optimalni feSeni se musi nabyt v extrémnim bodé.
Tudiz miuZeme predpokléadat, Ze optimum X* je tvaru

X*=g*2*T, >0, ||z%]| =1,

nebot podminka tr(X*) = 1 je ekvivalentni s 1 = /tr(X*) = /tr(z*2*T) = /tr(z*Tz*) = VaorTo* =
|z*||. Support vektoru z* odpovida nezavislé mnoziné o velikosti a(z*). Oznacme & € R**") restrikci
vektoru x jen na kladné slozky, nulové jsou vynechany. Pak optimélni hodnota h ulohy (4II]) se da
vyjadrit jako
h = max (el%)?, >0,
[2]=1

nebot tr(ee’ X) = tr(eel za?) = tr(ezaTe) = (e?'z)?. Neni t&7ké nahlédnout, Ze optimalnim FeSenim této
tlohy je vektor stejnych slozek, tedy #* = a(z*)~Y2e. Tudiz h = (e75*)? = (a(z*)"2a(z*))? = a(z*).
Proto h bude rovno velikosti nejvétsi nezévislé mnoziny v grafu G. U

4.5 Aplikace

4.5.1 Robustni PCA

Bud A € R™*™ matice representujici data. Nage tiloha je nyni ur¢it této matice kli¢ovou podstatu dat; po-
kud matice representuje obrazek, muZe se jednat o kompresi, rozpoznani vzorku (napi. obli¢eje) v obrazku,
rekonstrukce poskozeného obrazku, atp.

K tomuto muze poslouzit SVD rozklad matice A, nicméné pro nékteré ucely je nedostateény. My si
zformulujeme tlohu jako problém robustni PCA (principal component analysis):
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— Rozdél matici na soucet A = L + S, kde L. ma malou hodnost a S je fidka.

Pak L representuje podstatnou ¢éast dat a S typicky chybna méfeni. Takto je tiloha vagné formulovana a
tézka k TeSeni, proto se aproximuje jako optimaliza¢n{ problém

min ||L||« +||S|l;, za podm. A=L+S, (4.12)

kde ||S||¢, je souc¢tova norma definované jako
HSHh = Z ‘Sij‘7
i7j
a || L]« je nuklearni norma definované jako soucet singularnich ¢isel
L] = Y ou().
i

Z moznych norem se pro aproximaci hodnosti matice pouziva nukledrni norma, protoze je nejlepSim
konvexnim dolnim odhadem pro hodnost uvniti jednotkové koule. Podobné souc¢tova norma je dobrou
aproximaci fidkosti matice, tj. po¢tu jejich nenulovych slozek.

Uloha (&IZ) je tlohou konvexni optimalizace, nebot norma je konvexni funkeci. Tudiz se da Fesit
pomérné efektivné, i kdyZz popsat nejlepsi algoritmy jednoduché neni.

Rozpoznavani pozadi a popredi sekvence obrazki

Jak se muze popsana technika pouZit na rozpoznavani pozadi videa ¢i sekvence obrazka? Necht sloupce
matice A odpovidaji jednotlivym obrazkam. Pak se da ¢ekat, Ze matice L bude zhruba odpovidat pozadi,
protoze to se nepohybuje a matice tak ma malou hodnost. Matice S pak zachycuje poptedi.

Vice viz:

e http://sites.google.com/site/rpcaforegrounddetection/
e E. Candes, X. Li, Y. Ma, J. Wright, Robust Principal Component Analysis?, J. ACM 58(3), 2011

4.5.2 Minimalni opsany elipsoid

Tzv.minimum volume enclosing ellipsoid je tloha nalezeni elipsoidu s minimélnim objemem a ktery ob-
sahuje dany konvexni polyedr [Todd, 2016].

Necht z1, ...z, € R™ jsou vrcholy (omezeného) konvexniho polyedru, ktery chceme opsat elipsoidem.
Pro jednoduchost se omezime na plnodimenzionalni elipsoid se stfedem v pocatku. Ten méa popis 7 Hx <
1, kde H € R™™ je positivné definitni matice (zkracené piseme H > 0). Objem elipsoidu je nepiimo
umérny det(H). Proto miizeme tlohu formulovat jako

min —det(H) zapodm. H =0, ! Hz; <1, i=1,...,m,

kde neznamou je matice H. Tato tloha neni konvexni, proto tacelovou funkci preskilujeme logaritmem
(optimalni FeSeni se nezméni)

min —logdet(H) zapodm. H =0, el Hz, <1, i=1,...,m.

Funkce —log det(H) je ryze konvexni na mnoziné positivné definitnich matic, ¢li tloha je jiz konvexni a
je efektivné TeSitelnd vhodnymi technikami.


http://sites.google.com/site/rpcaforegrounddetection/
http://www.columbia.edu/~jw2966/papers/CLMW11-JACM.pdf
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Kapitola 5

Karush—Kuhn—Tuckerovy podminky
optimality

V této kapitole uvazujeme tlohou optimalizace
min f(z) za podm. z € M
kde f: R™ — R je diferencovatelnd a mnozina p¥ipustnych feSeni M C R” je popsana soustavou

g;(z) <

0,
he(z) =0,

kde gj(x), he(x): R" — R.

Vime z véty 2.1, Ze pokud M = R"™, tak nutnou podminkou pro € R™ aby bylo optimalnim feSenim
je Vf(z) = 0; pokud je f(x) konvexni, tak je to i postacujici podminka (véta [£.4]).

Tato kapitola se zabyva zobecnénim této podminky na pripad optimalizace s omezenimi, tzv. Karush—
Kuhn—Tuckerovy podminky. Nejprve pfipomeneme rovnicovy piipad a pak se budeme zabyvat obecnym
tvarem.

Rovnicovy pripad
Na chvili uvazujme tlohu pouze s rovnicemi

min f(z) za podm. h(z)=0. (5.1)

Bud z* pfipustny bod a ptame se, za jakych podminek je optimalnim. Nejprve prozkoumame situaci, kdy
funkce z omezeni jsou linearni.

Tvrzeni 5.1. Je-li bod x* € R™ lokdlnim optimem ilohy

min f(x) za podm. Ax =b,
pak V f(z*) € R(A).
Diikaz. Mnozina piipustnych FeSeni, to jest feSeni rovnice Ax = b, predstavuje afinni podprostor x* +
Ker(A). Tvori-li sloupce matice B néjakou béazi Ker(A), pak feSeni rovnice Az = b se daji také vyjadrit
jako z = z* + Bv, v € R*. Dosazenim dostaneme tlohu bez omezeni

min f(z* + Bv) za podm. v € R,

Nutnou podminkou pro lokan{ minimum v bodé v = 0 je podle véty EdInulovy gradient, to jest V f(z*)T B =
07. Jinymi slovy V f(z*) € Ker(A)+ = R(A). O
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hg(l’) =0

(a) Degenerovany piipad: prinik kiivek je bod, ale pru- (b) Regularni piipad: prinik k¥ivek je bod, prinik tecen
nik tecen je piimka. rovnéz.

Obrézek 5.1: Linearizace nelinedrnich podminek — kffivky nahradime te¢nami.

Zakladni myslenka nyni spo¢iva v linearizaci nelinearnich funkci hy. Rovnici hy(z) = 0 nahradime
te¢nou nadrovinou v bodé z*:

Vhe(z*)" (& — 2*) =0,

takZe linearizované podminky souhrnné muzeme vyjadrit jako A(x —2*) = 0. Aby bylo * optimalni, musi
byt gradient ucelové funkce V f(z*) kolmy na priinik téchto tecen, tedy gradient V f(x*) musi byt linedrni
kombinaci gradienti teénych nadrovin Vhy(z*). Podle Tvrzeni 5.1l tedy musi V f(z*) € R(A). To vede na
podminku

L
V(") + ) Vhe(z* ) = 0.
/=1

Jak ilustruje obrazek B.J] tento postup je obecné $patné, protoZe muZe nastat patologicky piipad jako
na obrézku. Proto potfebujeme zarucit, ze takovyto piipad nenastane. A pravé to zarucuje napiiklad
podminka linearni nezavislosti gradienttt Vh,(z*).

Véta 5.2. Budte Vhy(z*), £ =1,..., L, linedrné nezdvislé. Je-li x* lokdlni optimum, pak existuje p € RE
takové, Ze

V(") + Vh(z")u = 0.
Diikaz. Viz zakladni prednéska z matematické analyzy. O

Koeficienty uq, ..., ur se nazyvaji Lagrangeovy multiplikdtory. Podminka optimality z véty je nutnou
podminkou, coZ je vyhodné, protoze ndm umozni omezit mnozinu piipustnych feSeni na mensi (v idedlnim
piipadé jednoprvkovou) mnozinu kandidati na optimum.

Obecny pripad

Nyni uvazujeme ulohu optimalizace s rovnicemi i nerovnicemi. Pro pfipustny bod z definujeme mnozinu
aktivnich podminek jako mnozinu téch nerovnic, které jsou splnény s rovnosti

I(x) = {j; gj(x) = 0}.

Véta 5.3 (KKT-podminky). Budte Vhe(z*), £ = 1,...,L, Vg;(z*), j € I(z*), dohromady linedrné
nezdvislé. Je-li x* lokdlni optimum, pak existuji X € R7, X >0, a u € R” takové, ze

Vi@*)+ Vh(z")u+ Vg(z*)A =0, (5.2)
Mg(z*) =o. (5.3)
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Pozndmka. Podminka (5.3)) se nazyva podminkou komplementarity, protoze ekvivalentné ¥iké, Ze pro
kazdé j =1,...,J je A\; = 0 nebo gj(z*) = 0. Pokud g;(z*) < 0, tak musi A\; = 0, a tim paddem proménna
Aj z podminek vypadéava, coz odpovid4 tomu, Ze x* nenf na hranici omezeni této funkce. Naopak, pokud
gj(z*) = 0, tak podminka komplementarity neklade na \; zZadné omezeni. Souhrnem tedy podminka
komplementarity ika, Ze uvazujeme Lagrangeovy multiplikdtory A; pouze pro aktivni podminky.

Diikaz. (Hlavni myslenka.) Ulohu linearizujeme v tom smyslu, Ze acelovou funkei a funkce z podminek
nahradime te¢nymi nadrovinami v bodé& z*. To vede na tlohu linedrniho programovani

min Vf(z*)'z za podm. Vg;(=*)"(z —2*) <
Vhe(z*) (z — z*) =

Diky predpokladu na linedrni nezavislost gradientii zistane z* optiméalnim (tento krok by vyzadoval
podrobnéjsi vysvétleni). Duélni tloha k tého tloze linearniho programovani je

L
max Z (Vhe(z*) 2*) e + Z (Vg;i(z*)'2*)\; za podm.
=1 jEI(w*)

L
Vi(x*)+ Z Vhe(x™)pe + Z Vyg;(z*)\; =0,
=1 jEI(z*)

Aj >0, jel(z").
Protoze primarni tloha méa optimum, musi byt duélni pfipustna. Pro j ¢ I(z*) definujeme \; := 0 a
dostavame, Ze i tloha
max (2*)TVg(z*)A + (") Vh(z*)p za podm.

Vi(@*)+ Vh(z")p+ Vg(z™)A =0,
A>0

je pripustna. Tudiz existuji A > 0, u spliwjici (5.2). Podminka (5.3]) plati jednoduSe proto, Ze pro j € I(z*)
je gj(x*) = 0 z definice, a pro j & I(z*) jsme dodefinovali A; = 0. O

Podminky (5.2)-(53]) se nazyvaji Karush—Kuhn—Tuckerovy podminky [Karush,1939;Kuhn and Tucker,
1951], zkracené KKT—podminky

JelikoZz podminka na linearni nezéavislost gradientt se §patné ovéfuje (pro neznamé z*), existuji jiné
varianty; vétsSinou jde o jednodussi ale silnéjsi pfedpoklady. Jedna z nich je Slaterova podminka

320 € M : g(=°) < 0.

Véta 5.4. Uvazujme ilohu
min f(z) za podm. g(z) <0, z € M,

kde f(x),gj(x) jsou konvexni funkce a M konvexni mnoZina. Necht plati Slaterova podminka. Je-li x*
mintmem puvodnt ulohy, pak existuje A > 0 takové, Ze x* je minimem ulohy

min f(z) + M g(x) za podm. € M (5.4)

a navic plati \Tg(z*) = 0.

Y Podminky zavedli a zpopularizovali Harold W. Kuhn a Albert W. Tucker roku 1951. Nezavisle na nich je (s ne tak silnymi
vysledky) objevil uz dfive roku 1939 William Karush ve své diplomové praci, které se zabyvala kone¢né-dimenzionalni alohou
variaéniho poc¢tu. Poté, co se Kuhn roku 1974 dozvédél o Karushové praci, tak se zasadil o pfidani jeho jména do nézvu
téchto podminek.
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s
GF>
f (o)
A
f(x*)
0 T
B
M4+ Ngs = ¢

Obrazek 5.2: Tlustrace k ditkazu véty B4l

Diikaz. Definujme mnoziny

Ai={(r,s) €RI xR;r > g(x), s > f(x), x € M},
Bi={(r;s) eR" xR; 7 <0, s < f(a")},
viz obrazek Obé& mnoziny jsou konvexni a maji prazdny prinik vnitikd, protoZe jinak by existoval

bod x € M takovy, ze g(z) < 0 a f(z) < f(z*). MiZeme je tedy oddélit nadrovinou tvaru A'r + \gs = c,
kde (A, Ag) # 0. Oddélujici vlastnost znamené:

V(r,s) € A: ATr 4+ Ms > ¢,
V(r,s) € B: ATr 4+ X\gs < c.

Protoze (0, f(z*)) € AN B, lezi tento bod i na oddélujici nadroving, z ¢ehoz ¢ = Aof(z*). Podobné
(g(z*), f(z*)) € AN B, lezi tento bod tedy na oddélujici nadroving. Dosazenim

Ng(a*) + o f(a*) = e = dof(a),

coz dava podminku komplementarity A7 g(z*) = 0.

Protoze pro kazdé i je (—e;, f(z*)) € B, musi tento bod lezet v zdporném poloprostoru, tedy —\Te; +
Ao f(z*) < ¢, z Eehoz A; > 0. To znamena A > 0. Analogicky odvodime \g > 0: protoze (o, f(z*) — 1) € B,
dostavame Ao + A\o(f(z*) — 1) < ¢, z &ehoz Ao > 0.

Protoze g(z°) < 0, plati (r, f(z°)) € A pro vSechna r z okoli 0. Tudiz oddélujici nadrovina nemize
byt vertikilni, coZz znamena Ay # 0; bez Gjmy na obecnost normujme tak, Zze Ag = 1. Formalni dikaz této
vlastnosti: Pro spor predpokladejme Ag = 0. Nyni tedy ¢ = 0 a diky A # 0 existuje ¢ takové, ze A; > 0.
Pak ale pro bod (—¢e;, f(z%)) € A, kde € > 0 je dost malé, dostavame dosazenim do nerovnice —e\; > 0,
spor.

Pro kazdé = € M je (g(z), f(x)) € A, tedy splhuje

Ng(x) + f(a) > e = Mg(a*) + f(a).
Pravé jsme dokazali, ze x* je minimem tulohy (5.4]). O
Aplikujeme-li podminky optimality z véty 2Tl na tlohu (5.4]), dostavame pozadované KKT-podminky:
Dusledek 5.5. Pokud pro konvexni ilohu

min f(x) za podm. g(z) <0
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91(z)

min xj

Obréazek 5.3: (Priklad [£.7) Véta o KKT podminkéach (disledek B3] selze bez Slaterovy podminky.

plati Slaterova podminka a x* je minimem, pak existuje A > 0 takové, Ze plati KKT-podminky
Vfi(x*)+ Vg(z*)A =0, (5.5a)
Mg(z*) = 0. (5.5b)
Nebo obecnéji s linedrnimi rovnicemi.
Dusledek 5.6. Pokud pro konvexni tlohu
min f(x) za podm. g(z) <0, Ar=1b
plati Slaterova podminka a * je minimem, pak existuji A > 0 a p takové, Ze plati KKT-podminky
Vi(z*) + Vgl )\ + ATp =0,
Mg(z*) =0.
Piiklad 5.7. Bez Slaterovy podminky véta o KKT podminkach (dusledek [£.5]) obecné neplati. Uvazujme
priklad tdlohy mingeps z1 ilustrovany na obrazku (.3l Dvé omezeni definuji jako mnozinu piipustnych
feSeni polopfimku, vychazejici z bodu z*. Bod z* je optimem. KKT podminky zde maji tvar —V f(z*) =
Vg(z*)A, ale bod z* je nesplije, protoze gradienty Vgi(z*) = (0,—1)T, Vga(z*) = (0,1)T generuji

vertikalni pfimku, ve které se opacny gradient tcelové funkce —V f(x*) = (—1,0)7 nenachézi. O

vyrazné zuzuji mnozinu potencidlnich kandidatd na optimum a poméhaji tak urychlit nalezeni optima.
Pro tdplnost ukadzeme, ze KKT podminky pfedstavuji i posta¢ujici podminku pro optimalitu za celkem
obecnych ptredpokladii.
Véta 5.8 (postacujici KKT-podminky). Bud z* € R™ pripustny bod ilohy

min f(z) za podm. g(z) <0,
bud f(z) konverni a budte g;(x), j € I(x*), konvexni. Pokud pro x* plati KKT podminky (5.5) pro néjaké
A >0, pak je optimdlnim TeSenim.

Diikaz. 7 konvexity funkce f(z) plyne f(z) — f(z*) > Vf(z*)T(z — 2*) podle véty BI8 Analogicky
mame pro funkce g; (), j € I(x*), vatah g;(z) — g;(z*) > Vg;(z*)T (x — 2*). Podle KKT podminek plati
Vf(z*) = —=Vg(x*)A, z ¢ehoz prenasobenim (x — z*) dostaneme dohromady s pfedchozim

fla) = f(@*) = V() (z - 2*) = -ATVg(a*) (z — 2*)
== ) Vg (@—a") == > Ni(g(x) — g(a))
Jel(z*) jeI(x*)

= - Z )\jgj(x)EO.

JEI(z*)

Tedy f(z*) je optimalni hodnota a z* je optimalni feSeni. O
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Kapitola 6

Metody

Vyfesit optimaliza¢ni tlohu je v obecnosti velmi tézky tikol — dokonce nerozhodnutelny (prokazatelné ne-
existuje algoritmus, ktery by to umél)! Nemuzeme proto doufat, Ze se danou tlohu vzdy podaii vyfesit
optimélng. Rada metod proto vydéva pouze priblizné feseni — bod, spliujici KKT podminky, lokdlni mi-
nimum atp. Pokud je tloha tézka a velka, pak nezbyva ¢asto nic jiného neZ pouZit heuristické algoritmy
(genetické a evolu¢ni algoritmy, simulované zihani, tabu search,...), u nichz garance optimality ¢i kon-
vergence je velmi obtiZzna. Na druhou stranu, mnohé tézké tulohy optimalizace jdou vytesit ke skuteénému
optimu za pomoci technik globalni optimalizace, ale pouze pro malé rozméry, protoze tyto methody jsou
velmi ¢asové naro¢né. Volba konkrétni metody tudiz pak zavisi nejen na typu optimaliza¢éni tlohy, ale také
na jejim rozméru, ¢asovému omezeni aj.

V nasledujicich odstavcich predstavime nejznaméjsi typy metod pro zakladni t¥idy optimaliza¢nich
uloh.

6.1 Line search

Line search je minimalizace funkce jedné proménné f(x): R — R, tedy pfipad n = 1. Studuje se podrob-
néji, protoze se pouziva Casto jako pomocné procedura v obecnéjsim piipadé.

Cilem je najit lokalni minimum (& jeho jistou aproximaci) v okoli od aktualniho od bodu. Nastinime
dvé metody: Armijovo pravidlo, které slouzi k tomu piejit do bodu s potencialné vyrazné mensi hodnotou
ucelové funkce, a Newtonovu metodu, kterd konverguje za jistych predpokladi k lokdlnimu minimu.

Armijovo pravidlo

Predpokladame, ze f(z) je diferencovatelna a f/(0) < 0, ¢ili lokalné funkce klesa v x = 0. Cilem je najit
bod napravo od bodu z = 0 s vyrazné mensi hodnotou ucelové funkce (tzn. pokud moZno neuvéaznout
v nejbliz§im okoli aktualniho bodu, ale posunout se dal).

Definujme podminku

flx) < f(0)+e- f/(0) =, (6.1)
kde 0 < £ < 1 je dany parametr, typicky se voli € ~ 0.2.
Podminka se pak pouziva takto: Zvolme parametr 5 > 0 (napf. § = 2 nebo § = 10) a libovolné x > 0.
Nyni
e pokud podminka (6.I]) plati, tak uprav x := Sz a postup opakuj dokud podminka plati;
e pokud (6.1)) neplati, tak uprav x := x/8 a postup opakuj dokud podminka nebude platit.
Tento postup zarudi, Ze se posunume do bodu s mensi hodnotou tcelové funkce a pfitom se posuneme so
nejdal; viz obrazek
Armijovo pravidlo se pouziva i jako ukoncovaci podminka pro jiné line search metody: Nesmime porusit
podminku (6] (to vynuti, aby x nebylo moc velké) a zarovenn musi platit opa¢na nerovnost

fl@) = f(0)+&" £(0) - =,

pro dany parametr ¢’ > ¢ (to vynuti, aby 2 nebylo moc malé); viz obrazek [6.1bl
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(a) Armijovo pravidlo — hleddme bod pruniku. (b) Armijovo pravidlo jako ukon¢ovaci podminka.

Obréazek 6.1: Armijovo pravidlo

| |
I
0 Th+1 Tk x

Obrazek 6.2: Newtonova metoda: aproximace f(z) v bodé zj kvadratickou funkei ¢(x) a pfesun do jejiho
minima Zg41.

Newtonova metoda

Jde o klasickou Newtonovu metodu na hledani kofene f’(x) = 0. Zde potfebujeme, aby f(z) byla dvakrat
diferencovatelna.

Metoda je iterativni, kdy vytvafime posloupnost bodi zg = 0,x1, 29, ..., které za uréitych predpo-
kladu konverguji k lokdlnimu minimu. Zékladni myslenka je aproximovat funkei f(x) funkei g(x) tak, aby
v aktudlnim bodé xy (v k-té iteraci) se obé funkce shodovali ve funkéni hodnoté a hodnotach prvni a druhé
derivace. Tudiz chceme q(zx) = f(zk), ¢'(zx) = f'(xx) a ¢"(xr) = f"(x1); viz obrazek [6.2] To naznacuje,
Ze bude vhodné volit g(zy) jako kvadraticky polynom. Ten existuje jediny a ma predpis

1
q(x) = fag) + f'(xp)(x — a5) + 5f"($k)($ — zp)%.
(Dtikaz: dosad x := x.) Minimum kvadratické funkce g(xy) je pak v bodg, kde je nulova derivace, tedy

0= f"(zk) + f"(zr)(x — 2p).

Z toho nam vychazi

coZ bereme jako dalsi bod xg1.



6.2. Ulohy bez omezend 49

_2\4_ 1 fd
5

Obrézek 6.3: ModFe: vrstevnice konvexni kvadratické funkce f(z) = 23 + 4a3. Cervené: iterace metody
nejvétitho spadu s pocateénim bodem (5, —1)7.

6.2 Ulohy bez omezeni

Uvazujme tlohu

min f(z) za podm. z € R",

kde ucelova funkce f(x) je diferencovatelna.

Zakladni metoda je iterativni, kdy vytvarime posloupnost bodi xg, x1, o, . . ., které za urcitych predpo-
kladt konverguji k lokdlnimu minimu. Poc¢ateéni bod xg se voli ndhodné&, pokud neméame néjakou informaci
navic. Itera¢ni postup ukonc¢ujeme, kdyz hodnoty tcéelové funkce v bodech x; ustaluji.

Gradientni metod

V k-té iteraci se nachdzime v bodé zj a nalezneme smér di, ve kterém funkce f(x) klesa, to jest,
V f(zx)Tdr < 0. Nyni zavolame line search metodu na funkci ¢(a) := f(xy + ady,) a necht vrati hodnotu
ag. Pak dalsi bod volime jako x4 := xx + agdg.

Jak volit di? Nejjednodussi metoda nejvétsiho spidu voli dy := —V f(xy), tedy smér, ve kterém ucelova
funkce nejvice klesa. Toto nemusi byt nejlepsi volba, viz obrazek [6.3] ktery ilustruje funkci pomalou
konvergenci metody i pro jednoduchou konvexni kvadratickou funkci f(z) = x? + 422. Sofistikovandjsi
metody vyuzivaji také Hessianu V2 f(zy) ¢ jeho aproximaci a kombinuji smér nejvétsiho spadu se sméry
z predchozich iteraci (viz také metoda sdruzenych gradientt, sekce [6.4)).

Piiklad 6.1 (U¢eni neuronové sité). Metoda nejvétsiho spadu se v podstaté pouziva pii uceni umeé-
lych neuronovych siti (pékny uvod viz Higham and Higham [2019]). Cilem uéeni je nastavit vahy vstupt
jednotlivych neuront tak, aby se neuronova sit chovala co nejlépe na trénovacich datech. Matematic¢téji
vyjadfeno, proménnymi jsou vahy vstupt jednotlivych neuront a tcéelova funkce, kterou minimalizujeme,
je vzdalenost vystupniho vektoru od vektoru hodnot, které by sit méla vydat. Protoze je tato optimalizacni
tloha nelinearn{ a vysokodimensionalni, je tézké najit optimum. Proto se tloha fesi ptiblizné a iterativneé,
kdy v kazdém kroku vylepSujeme vahy metodou nejvétsiho spadu podle gradientu tcelové funkce. Protoze
trénovacich dat je mnoho a urcéeni gradientu je vypocetné naroéné, zjednodusuje se problém déle tak, ze
aproximujeme gradient dil¢i hodnotou gradientu v ndhodné vybraném trénovacim vzorku. Této varianté
se pak Tiké stochastic gradient descent. U

DHistorie gradientnich metod se datuje do roku 1847, kdy L.A. Cauchy uvedl jakousi jejich variantu pro Feseni astrono-
mického problému spocitani orbity nebeského té&lesa.
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Obrazek 6.4: Hessian V2 f(x,) neni positivné definitni.

Piiklad 6.2. Optimaliza¢ni techniky se vyuzivaji i pro feSenf tloh, které svou podstatou pfimo optimali-
zacni nejsou. Uvazujme napiiklad soustavu linearnich rovnic Az = b, kde A je positivné definitni matice.
Potom optimum tlohy konvexniho kvadratického programovani

1
min —z? Az — bz
z€R™
je presné bod A~!b, tedy Feseni soustavy, protoze v tomto bodé je nulovy gradient V f(z) = Az —b tcelové
funkce f(x) = %xTAm — bz, Tudiz mizeme hledat feSeni soustavy pomoci optimaliza¢nich technik. Toho
se vyuZziva pro velmi velké a fidké soustavy rovnic. Pro vektor dj existuje fada rtznych moznosti. Znama

metoda sdruzenych gradientt sofistikovanych zptsobem kombinuje gradient a predchozi smér, tedy pouziva
linearni kombinaci V f(zy) a di—1. Vice viz sekce O

Newtonova metoda

Podobné jako v jednorozmérném piipadé aproximujeme tucelovou funkci kvadratickou, pro kterou snadno
uréime minimum, jez je vychozim bodem dalsi iterace.

Podrobné, k-té iterace pracuje s aktualnim bodem zj a v ném aproximujeme f(z) pomoci Taylorova
rozvoje jako

f(@) =~ fog) + V() (z — o) + %(m — 21) TV f (1) (z — ).

Tim dostaneme kvadratickou funkci, a je-li Hessian V?2f(zy) positivné definitni, tak jeji minimum je
jednoznac¢né a je to bod, kde je gradient nulovy. To vede na rovnici

Vf(xg) + V2 f(xp)(x — x1) = 0,
z niz vyjadiime FeSeni

= ay, — (V2f(21)) "'V f ).
Tento bod pak tvoif dalsi bod iterace x4 1.

Pozndmka. Vyraz y = (V2 f(xy)) !V f(x) prakticky poc¢itdme jako FeSeni soustavy linedrnich rovnic

V2 f(xr)y = Vf(ak).

Vyhoda metody je jeji rychla konvergence (blizko minima). Nevyhodou je, ze Hessian V2 f(x;) nemusi
byt positivné definitni; viz obrazek Také vypocet Hessidnu je vypocetné naroény. Proto je tieba
metodu pro praktické pouziti upravit (aproximovat a regularizovat Hessian atp.).

6.3 Ulohy s omezenimi

Uvazujme tlohu

min f(z) za podm. z € M,
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kde f: R™ — R je diferencovatelné a mnozina pripustnych feSeni M C R" je popsana soustavou

kde gj(x), he(x): R" — R.

Metody jsou opét iterativni, kdy vytvafime posloupnost bodi xg, x1, x2,... Pofateéni bod x( se voli
nédhodné, pokud nemame néjakou informaci navic. Iteraéni postup ukoncéujeme, kdyz hodnoty ucelové
funkce v bodech xj ustaluji.

6.3.1 Metody pripustnych smérui

Tyto metody pfirozené zobechuji spadové metody z optimalizace bez omezeni. Funguji na stejném principu
s tim rozdilem, Ze pii jednorozmérném line search se nesmime dostat mimo M. Navic da jistou praci
zohlednit omezeni ve tvaru rovnic h(z) = 0.

Tyto metody jsou vyhodné pokud je M konvexni polyedr, ¢ili nadale v této sekci predpokladame, Ze
M = {z € R"; Ax < b}.

Metoda [Frank and Wolfe [1956]

Necht v k-té iteraci jsme v pfipustném bodé xj. Pfipustny spadovy smér di najdeme pomoci tlohy
linearntho programovani
min Vf(zp) e za podm. Az <b.

Oznacime-li x}, optimalni feSeni, pak volime dj, := x}, —x},. Tento smér je piipustny, protoZe 7, je pfipustné.
Navic d, a odpovida sméru velkého poklesu, nebot tcelova funkce V f(x1)T (z — x1,) udava derivaci funkce
f v bodé zj ve sméru x — x, (¢len V f(xx)T z 1ze vynechat, je konstantni).

Metoda Zoutendijk [1960]

Podobné predchozimu, ale pomocné tloha méa tvar
min Vf(xk)Tx za podm. Az <b, ||z — x| < 1.

Pokud pouzijeme eukleidovskou normu, hledame vlastné piipustny smér nejvétsiho spadu. Aby ale po-
mocné tloha byla snadno feSitelna, smér aproximujeme volbou maximové ¢i souctové normy. Podminku
se sou¢tovou normou lze prepsat pomoci linedrnich podminek jako

engl, rT—x <z, —T+xL<2.

6.3.2 Metody aktivnich podminek

Jde o metody, redukujici problém na sekvenci tloh s omezenimi pouze ve tvaru rovnic.
Bud z;, aktualni feseni a

W = {j; gj(zx) = 0}

mnozina aktivnich podminek. Pak feSime pomocnou tlohu
min f(x) za podm. h(zx) =0, gj(xz)=0, j€W.

Pokud se béhem vypocétu dostaneme na hranici M a dal$i podminka se stane aktivni, pfidame ji do W.
Pokud se béhem vypoctu dospéjeme k lokadlnimu minimu x* této pomocné ulohy, predpoklddejme, Ze v néj
jsou splnény KKT-podminky, tj. existuje A takové, ze

Vf(z*) + Vh(z*)u+ Y AjVg;(a*) = 0.
jeW
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Obrézek 6.5: V bodé x* je Vf(x*)—Vg1(x*)+ Vga(z*) = 0, tudiz index 1 vypustime z aktivnich podminek
a index 2 ponechame.

Nyni, pokud A; > 0, tak j ponechdme v mnoZziné W; v opacném piipadé index j z mnoziny W odstranime.
To odpovida interpretaci Lagrangeovych multiplikdtort jakoZzto zapornych derivaci tcelové funkce pfi
zméné pravych stran. Tudiz pro A; < 0 vede zmen3eni g;(z) lokalné ke zmenSeni f(x); viz obrazek

Schema této metody pripominé simplexovou metodu v linearnim programovani, ve které prechézenim
mezi pripustnymi bazemi také dynamicky ménime mnozinu aktivnich podminek. Proto metoda aktivnich
podminek méa vyuziti pfedevsim pro tdlohy s linedrnimi omezenimi.

6.3.3 Penaliza¢ni a bariérové metody

Tyto metody transformuji tlohu tak, Ze omezeni prepisi do ucelové funkce a cely problém redukuji na
optimalizaci bez omezeni. Transformace omezeni do ucelové funkce funguje tak, ze budto platime penale
ve formé vyssi ucelové funkce pro nepfipustné body (penaliza¢ni metody) nebo zabranime dostat se mimo
mnoZinu piipustnych feSeni bariérou ve formé neomezené velké ucelové funkce (bariérové metody).

Penaliza¢ni metody

Uvazujme tlohu
min f(z) za podm. z € M,

kde f(z) je spojita funkce a M # () uzaviena mnozina. Penalizacni funkce je spojita nezaporna funkce
q: R" — R, ktera spliiuje podminky

e ¢(x) =0 pro vSechna z € M,

e g(z) > 0 pro v8echna = ¢ M.

Penalizacni metody jsou pak zaloZené na transformaci ptivodni tlohy na optimalizacni tilohu bez omezeni
min f(z)+c-q(x) za podm. x € R",

kde ¢ > 0 je dany parametr.

Prakticky se penalizacni metody implementuji tak, Ze ¢ neni konstanta, ale postupné se zvétsuje.
Na zac¢atku nesmi byt moc velké ¢, protoze by pak tloha byla Spatné podminéna. Voli se tedy hodnoty
z vhodné posloupnosti ¢; > 0, kde ¢ — k00 00.

Véta 6.3. Bud xj optimding veSent ilohy
min f(z)+ ¢k - q(x) za podm. z € R"™.

Pokud xp, —p_ o0 T, tak x* je optimdlni tesent pivodni ulohy minge s f(x).

D Marguerite Frankova (*1927) a Philip Wolfe (1927-2016), jedni z prikopniki matematického programovani.
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Dikaz. Je-li x* & M, tak pro dost velké k* jsou xx & M, k > k*, a tedy hodnoty tuéelovych funkci rostou
nade vSechny meze. Proto f(z*) + ¢k - ¢(2*) — koo 00 a téZ f(xx) + ¢k - (k) —k—oo 00, COZ je spor
s optimalitou xj.

Uvazujme nyni pfipad x* € M a pro spor predpokladejme, Ze x* neni optimem. Pak existuje bod
x' € M takovy, ze f(x') < f(z*). ProtoZe na mnoziné M je penalizace nulova, dostavame

f(@') + e -q(a) < f(a*) +cx - q(a7)
pro kazdé k € N. Ze spojitosti pak pro dost velké k plati

f@") + e - q(@’) < flz) + e - qla),
coz je ve sporu s optimalitou zj tlohy v k-tém kroku. U

Priklad 6.4. Pro omezeni typu g(z) < 0 se ¢asto pouziva penalizace ve tvaru

J J
a(z) =) (gi(2)*)* =Y max(0,g;(x))*,
j=1

j=1

ktera zachovava hladkost tcelové funkce, a pro omezeni typu h(x) = 0 penalizace

Bariérové metody

Uvazujme opét tlohu
min f(z) za podm. z € M,

kde f(z) je spojita funkce. Necht M je souvisla mnoZina spliwjici M = cl(int M), tedy rovna uzavéru svého
vnitiku. Bariérovd funkce je spojita nezaporna funkce ¢: int M — R, ktera spliiuje podminku ¢(z) — oo
pro x — OM. Tudiz jak se x blizi k hranici M tak bariérova funkce roste nade vSechny meze.

Ptvodni dlohu pak transformujeme na tlohu bez omezeni

1
min f(z)+ —q(x) za podm. x € R", (6.2)
c

kde ¢ > 0 je dany parametr.

Algoritmus pak je podobny penaliza¢nim metodam, tedy hledame iterativné feSeni pomocnych tloh
pro ¢ — oo. Nevyhoda této metody je, Ze musime znat poc¢atecni pripustné reseni. Vyhoda je jednoduchost
redukce na optimalizaci bez omezeni.

Za pionyry tohoto pFistupu se povazuji [Fiacco and McCormick [1968].

Priklad 6.5. Pro omezeni typu g(z) < 0 se ¢asto pouziva bariérova funkce ve tvaru

1
o3t

j=1"7
nebo ve tvaru

J
q(z) = =) log(—g;j(x)).
=1

Ta druhéa se vyskytuje u popularnich metod vnitinich bodi, na nichz jsou zalozené polynomialni metody
na feSeni linedrniho programovani a nékterych konvexnich tloh jako konvexni kvadratické programovani.
Tudiz napiiklad tloha linedrniho programovani

T

min ¢’ x za podm. Ax <b
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se transformuje na tlohu

1m

.o

——gl bi — Aix).
min ¢ x Cllog( x)

Bariérova funkce pro semidefinitni podminku X > 0 se pouziva napiiklad ve tvaru

q(X) := —log(det(X)).

Za urcitych obecnych predpokladi optimalni FeSeni tloh se zvétsujici se hodnotou ¢ konverguji k optimu
ptvodni tdlohy.

Véta 6.6. Bud c; > 0 posloupnost ¢isel takovd, Ze ¢ —g_so0 00. Bud xyp optimdlni TeSeni wlohy

min f(z) + !

—q(z) za podm. x € R".
Ck

Pokud xp, —p_ o0 T, tak z* je optimdlni tesent pivodni ulohy minge s f(x).

Diikaz. Sporem piedpokladejme, Ze z* neni optimem, tedy existuje 2’ € M takové, ze f(x') < f(z*). Ze
spojitosti funkce f(x) pak existuje z” € int M takové, ze f(z") < f(x*). Potom pro dost velké k je

P+ —qfa”) < f@) + g
k Ck

().
Pro dost velké k pak plati rovnéz

F) + ) < flo) + =
k Ck

(%),

coz je spor s optimalitou xy k k-tém kroku. O

Pro konvexni ulohu za celkem obecnych pfedpokladi (ryze konvexni bariérova funkce a omezena M) je
pak optimalni feseni x(c) tlohy (6.2]) jednozna¢né a body z(c), ¢ > 0, vykresluji hladkou kfivku, nazyvanou
centrdlni cesta, jejiz limita pro ¢ — co je v optimu ptvodni tdlohy.

Na podobném principu funguji i algoritmy: pro postupné zvétsujici se ¢ hledaji p¥iblizna optima z(c).
ProtoZze s malou zménou ¢ se optimum zméni spojité, je rychlé prejit k novému optimu. Pro teoretickou
analyzu polynomiality specialnich konvexnich tloh se voli kratké kroky, ale prakticky jsou vyhodnéjsi
trochu delsi. Typicky se zvétsuje s faktorem cca 1.1.

Zde je prirozena otézka, pro¢ rovnou nevolit ¢ co nejvétsi? Jednim diavodem jsou numerické potize.
Druhym je, Ze to neni rychlejsi. Newtonova metoda (nebo i jina, kterou fesime tulohu (6.2])) je hodné
pomalé pokud zacéneme daleko od optima. TudiZ sledovani centralni cesty rychlymi kroky je vyhodnéjsi.
Sice na zacatku fesime podobny problém, ale to lze obejit.

6.4 Metoda sdruzenych gradientt

Metoda sdruZenych gradientt (ang. conjugate gradients) byla vyvinuta pro feSeni soustavy linearnich
rovnic Az = b s positivné definitni matici A € R"*". Pochézi od autoru [Hestenes and Stiefel [1952] a
je standardni soucésti optimalizacnich ucebnic |[Luenberger and Ye, 2008| stejné jako metod numerické
matematiky |Liesen and Strakos, 2013]. PfestoZe je metoda povahou itera¢ni, konverguje po nanejvys n
krocich. Je pamétové nendrocna, matici A nijak neupravuje, a proto je vyhodna zejména, kdyz n je velmi
velké.

Zékladni myslenka je uvazovat kvadratickou funkci

1
f(z) = ngAx — bz,
Protoze A je positivné definitni, funkce je ryze konvexni a nabyvé jednozna¢ného minima v bodé s nulovym

gradientem V f(z) = Az — b. Tedy minimum funkce f(x) je pfesné feSenim rovnice Az = b. Tim jsme
problém hledani feSeni rovnice pfevedli na optimaliza¢ni tlohu.
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Popiseme metodu v trochu zjednodusené podobé. Namisto standardni baze prostoru R™ budeme uva-
7ovat ortonormalni béazi di,...,d, a skalarni sou¢in (z,y) := 27 Ay namisto toho standardniho; kolmost
v tomto skalarnim soucinu nazyvame A-kolmost a ortonormélni bazi jako A-ortonormélni. Ke konkrétni
volbé baze se dostaneme pozdéji. Jako z* := A~'b oznacime hledané feSeni a jako x) piiblizné FeSeni
v k-té iteraci. Na zac¢atku zvolime pocéateéni vektor xq libovolné.

Zakladni schéma. Vektor x* — x; vyjadiime pomoci béze

n
x* — T = E Oékdk.
k=1

Zakladni schéma metody je v zasadé jednoduché, jako bychom se pohybovali od jednoho vrcholu kvadru
k protilehlému po kolmych hranéch:

Iteruj g1 = +opd, k=1,...

K implementaci metody potiebujeme jesté urcit béazi di,...,d, a jak efektivné pocitat koeficienty ay.
Jesté oznacime g := Vf(xr) = Axg — b, coz udava nejen gradient v bodu zj v k-té iteraci, ale i jeho

residuum, tedy rozdil mezi levou a pravou stranou (kdyby residuum byla 0, tak mame FeSeni). VSimnéme
si rovnéz, ze pro jakékoli j € {1,...,k} plati

k
Tkl = Tk + apdp, = Tp—1 + opdy + ap_1dg—1 = ... = xj+ Zazdl
i=j
Vypocéet . Protoze di,...,d, je A-ortonorméalni béaze, soufadnice ¢y jsou vlastné Fourierovy koe-

ficienty a ziskame je snadno jako ay = (dg,x* — z1). JenomZe vektor z* nezname. Protoze xp — x1 =
Zi:f a;d;, je vektor xy — x1 A-kolmy na dy, ¢ili (dy,z; — x1) = 0. Odvodime

o = (dy, 2" — x1) = (dg, 2" — 2 + 2 — 21) = (diy 2" — 28) + (diy 21 — T1)
= (dy,z* — x1) = dL A(z* — xp) = di (b — Axy) = —d} gy

Tvrzeni 6.7. Vektor zy11 je minimem f(x) na afinnim podprostoru xq1+span{dy, ..., dy}, cili ggﬂdj =0
proj=1,...,k (tzn. gry1 L dj ve smyslu eukleidovské kolmosti).

Diikaz. Sta¢i ukazat, ze Vf(xp11) = gr+1 je kolmy na podprostor x; + span{dy,...,dy}, tedy kolmy na
vS8echny vektory di, ..., d. Upravime

Ok+1 = Awk_H —b=A <$j + Zf:j Ozidi> )
Pro libovolné j € {1,...,k} pak

k k
Vi1 = d¥ <A (mj L aidi> - b) — dT(Aw; — b) +dT A <Zi:j aidi)
= dfgj +a; =0. O
Volba baze di,...,d,. Bazi volime tak, aby span{di,...,dp} = span{gi,...,gx} pro vSechna k =

1,...,n. Na zacatku volime celkem pfirozené dy := —g1/v/(91,91). V (k + 1)-ni iteraci pak vektor dj41
sestrojime z vektoru —g41 nakolmenim k podprostoru span{dy,...,dy}.

Tvrzeni 6.8. Plati span{gi,...,gx} = span{g1, Agi,..., A" g}
Diikaz. Matematickou indukci podle k. Z definice a indukéniho predpokladu je g = Axy — b, kde
T €x1 + Span{gl, s ’gk—l} =1+ Span{gl, Agl’ s aAk_le}-

Tedy

gr € Axp — b+ span{Ag;, A%g1, ..., AF"1g} Cspan{g, Agi, A%g1, ..., AF g1 ).
Rovnost pak nastane diky tomu, Ze g nenélezi do span{g,...,grx—1}. V opa¢ném piipadé, protoze podle
Tvrzeni je gr kolmy na tento podprostor, muselo by byt gr = Axp — b nulové, a tim padem by xp jiz
bylo FeSenim. O
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ProtoZe gi+1 je kolmy (v eukleidovském smyslu) na vektory dy, ..., dg, je kolmy i na g1, ..., gk, a podle
Tvrzeni je tudiz A-kolmy na vektory gi,...,gx_1. Tim paddem k vypoctu dy.; staci pouze nakolmit
—gr+1 k vektoru dg. To ukazuje nasledujici tvrzeni; poznamenejme, Ze vyslednou hodnotu diy1 je tfeba
poté jesté znormovat.

Tvrzeni 6.9. Plati dxy1 = —gk+1 + Br+1dk, kde Brr1 = (dk, gry1)-

Diikaz. Jak jsme jiz nahlédli, (gx11,d;) = 0proi=1,..., k—1. TudiZ dxy1 ma tvar di11 = —ggr1+Brr1dk
pro né&jaké fri1. Z rovnosti 0 = (dg,dg+1) = dgA(—ng + Br+1dx) odvodime hodnotu pro fri1 =

df Agiyr _ (diogrt1)
dTAdy  —  (gkge) (k> Gr+1)- [

Shrnuti. Timto méame jiz v8echny ingredience pro vysledny algoritmus. Popis dole technicky sumarizuje
jednotlivé kroky:

1: zvol z1 € R™ a poloz dy = 0,
2: pro k=1,...,n proved

gk = Axy — b,

Br = di_, Agr,

di = —gi + Brdi—1,  dy, = dy/\/d}F Ad,,
ay, = —dj, gr,

Th1 = T + ogdy,

Poznamka 6.10. Nékolik poznamek k metodé sdruzenych gradienti:

(1) Metoda je pamétové nenaroéné a nijak neupravuje matici A. Vyhodné je zejména, pokud matice
A je velka a Fidka. Pak vypocetni ¢as jednotlivé iterace je relativné nizky. Navic ne vzdy je nutné
probéhnout vSech n iteraci — k feSeni nebo jeho dostatené presné aproximaci miZzeme dospét
podstatné difve.

(2) Obvykle se metoda presentuje bez normovani vektoru di. To se ale pak musi zohlednit v ostatnich
vyrazech, kde se d vyskytuje.

(3) Pokud volime z; = 0, pak span{dy,...,dy} = span{b, Ab, A%b,..., A*¥~1b} se nazyva Kryloviv
podprostor a teorie za nimi je velmi zajimavé |Liesen and Strakos, 2013].

Myslenky metody sdruZenych gradientt lze pouZit i k minimalizaci obecné nelinearni funkce f(x) na
prostoru R™. Zde jako kli¢ova je mySlenka sestrojit smér postupu dj jako linedrni kombinaci gradientu g; a
predchoziho sméru di_1. Vektor g bude opét gradient funkce f(z) v bodé xj, a koeficienty se prepocitaji
analogicky. Vysledna metoda je znama jako metoda Fletcher-Reeves (1964). Existuje ale fada variant,
v nichz koeficienty 5, maji trochu jinou podobu.

Existuji metody vyuzivajici Krylovovy podprostory i pro feSeni soustav Ax = b, kde matice A neni
symetricka positivné definitni. Mezi né patii napiiklad GMRES (Generalized minimal residual method,
Saad & Schultz, 1986), ktera v k té iteraci spocCita vektor xy, ktery minimalizuje eukleidovskou normu
residua (tedy ||Az — b||) na podprostoru span{b, Ab, A%b, ..., A*~1p}.



Kapitola 7

Vybrana témata

7.1 Robustni optimalizace

Data jsou ¢asto nepiesna a to nas motivuje k tomu, hledat FeSeni, které bude tzv. robustni. To znamené
(presna definice neexistuje), aby bylo pfipustné a co nejlepsi i pfi malych perturbacich v datech; viz
Ben-Tal et all [2009]. UkaZeme dva p¥istupy k robustnosti, intervalovy a elipsoidovy.

Intervalova nejistota (I)

Uvazujme nejprve tlohu linedrniho programovani ve tvaru
min ¢’z za podm. Az <b, z > 0.

Predpokladejme, Ze hodnoty A, b nejsou pfimo znamy, ale pro kazdou slozku zname interval, ve kterém se
nachazi. TudiZ zname matici intervalii [A, A] a vektor intervalii nejistoty pravych stran [b, b]. Pak fikéme,
7e vektor x je robustnim p¥ipustnym FeSenim, pokud splituje nerovnost Az < b pro kazdé A € [A, A]
ab e b, E]. Diky nezapornosti proménnych je x piipustné pravé tehdy, kdyz Az < b. Robustni verze
linedrniho programu pak je

min ¢’z za podm. Az <b, z > 0.

Priklad 7.1 (VyZivovy plan sumcti). Tento piiklad prevzaty z http://wuw.fao.org/3/x5738e/x5738e0h.
htm (a zjednoduSeny) spociva v nalezeni optimalniho planu na krmeni sumct v Thajsku tak, abychom pfi
danych omezeni minimalizovali cenu. Matematické formulace tlohy je

min ¢’z za podm. Az >b, x>0, (7.1)

kde proménna z; udavd mnoZstvi Ziviny j, ¢; je cena za jednotku Ziviny j a i-t4 nerovnice udava i-té
nutriéni omezeni. Data jsou uvedena v Tabulce [[.Jl V naSem piipadé tedy méme

2.15

9 66 44 12 0 30 8.0
A=1[110 390 257 199 0 |, b=1250]|, c¢=] 6.0
0.02 37 03 01 380 0.5 2.0

0.4

Protoze vyzivové hodnoty nejsou znamy zcela piesné, predpokladejme, Ze jsou znamy s presnosti na
5%. Tudiz kazda slozka matice ma ve skute¢nosti hodnotu v intervalu [0.95 - a;;,1.05 - a;5]. Podle postupu
nahofe ziskdme robustni feSeni tak, Ze matici A nahradime matici hornich mezi intervala A, tedy

8.550 61.75 41.800 11.400 0.00
A= 11045 3.705 2.4415 1.8905 0.00 | . O
0.019 3.515 0.2850 0.0950 36.1

o7
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cena bilkoviny energie vapnik

(THB/kg) (%) (Mcal/kg) (%)

kukufice 2.15 9 1.10 0.02
rybky 8.0 65 3.90 3.7
sOja 6.0 44 2.57 0.3
ryzové otruby 2.0 12 1.99 0.1
vapenec 0.4 0 0 38.0
pozadavek min 30 250 0.5

Tabulka 7.1: (Pfiklad [.T)) Krmeni sumci: nutriéni hodnoty jednotlivych Zivin a pozadavky na né.

Intervalova nejistota (II)

Uvazujme nyni tlohu linedrntho programovani ve tvaru bez nezdpornosti proménnych

min ¢’z za podm. Az <b.

Bud a”x < d jedna z nerovnosti. Necht jsou dany intervaly [a,a] = ([ay,@1], ..., [a,,@])T, [d,d]. Nyni z
je robustni feSeni dané nerovnice, pokud spliiuje

o'z <d Va€laal, Vde [d,d],

neboli
max a’z < d.
a€la,al

Lemma 7.2. Oznaéme an = (@ — a) vektor poloméri a a. = 3(a + @) vektor stiedi. Pak plati

max o’z =alz + ak|z|
a€la,a]

Diikaz. Pro kazdé a € [a,a] plati

ale=alz+ (a—a)Tz <alz+la—alt|z| < alz + ak|z|.
Nerovnost se nabyde jako rovnost pro vhodné a € [a,a]. Je-li > 0, pak alz +ak |z| = al'z +akz = aTx.
Je-li x <0, pak agx—l—a£|:c| = agzc—azx = a’'z. Jinak aplikujeme tento postup po slozkach, ¢li nerovnost
se nabyde jako rovnost pro a, jehoz kazd4 slozka je budto horni nebo dolni kraj intervalu. U

S pomoci lemmatu pak robustni omezeni piepiSeme na tvar
alz +ajlel < d

Toto omezeni nevypada na prvni pohled pé&kné, protoze funkce vlevo je sice konvexni, ale nehladka diky
absolutni hodnoté. Nicméné jednoduchym trikem se zavedenim nové proménné y € R" lze omezeni prepsat
jako linearni

a x+ajy<d, z<y, —z<y.

Tudiz se linearita zachovéva, i robustni feSeni intervalovych linedrnich programu jsou popséna linedrnimi
podminkami.

Priklad 7.3 (Robustni klasifikace). Mé&jme data rozdélena podle ur¢ité vlastnosti do dvou skupin, prvni
obsahuje mnozinu bodii x1,...,z, € R" a druhd body y1,...,y, € R". Cilem je zkonstruovat klasifikator,
ktery bude umét odhadnout prislusnost ke skupiné pro nova data. Zakladni linearni klasifikator muze byt

~~~~~

vvvvv

min [lalls za podm. a’z; +b>1Vi, a’y; +b< —1Vj.
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Obrazek 7.1: (Priklad [7.3]) Klasifikace pro realna data a robustni klasifikace pro intervalova data.

Predpokladejme nyni, Ze data nejsou zméfena presné, ale zndme je jen s urcitou intervalovou presnosti.
TudiZ mame dany vektory intervalu [z;,%;] = [(zc)i — (za)i, (ze)i + (za)i], @ = 1,....,p, a [gj,yj] =
[(ye); — (Wa)js (Ye); + (ya);), 5 = 1,...,q, obsahujici skuteéna data. Podle nasi kuchaiky pak robustni
model zni (viz obrazek [7.1D)

min |allz za podm. (z.)fa+ (xa)ld +b<1 Vi, (yc)jTa + (yA);fpa’ +b< —1Vj, +a<d.

Opét se jedna o tlohu konvexniho kvadratického programovani, nyni s proménnymi a,a’ € R®, b€ R. 0O

Elipsoidova nejistota

Uvazujme tlohu linearnfho programovani ve tvaru bez nezapornosti proménnych
min ¢’z za podm. Az <b.
Bud a2 < d jedna z nerovnosti. Uvazujme elipsoid
E={aeR"; a=p+ Pu, |ulz <1},

ktery je dan jako obraz jednotkové koule pfi linearnim (¢ presnéji afinnim) zobrazeni. Nyni  je robustni
FeSeni dané nerovnice, pokud spliiuje
'z <d Yaeé&

neboli

max a’x <d.
a€eé

Lemma 7.4. Plati
max o’z = plz + || PTz|s.
acf

Diikaz. Upravime

max o’z = max (p+ Pu)Tz=plz+ max (PTz)Tu
ac€ llull2<1 l[ull2<1
=plo+ (PTa)” ||PT1$”2PTJU =plz + || PTz|s. O

Lemma pak robustni omezeni umozni pfepsat na tvar
e + | P s < d.

Vlevo je konvexni hladké funkce, tedy vysledna tloha bude konvexni kuzelovou optimaliza¢ni tlohou.
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Priklad 7.5. Uvazujme opé&t problém vybéru portfolia (ptiklad E.9)
max ¢!z zapodm. elz =K, 2> o, (7.2)

kde ¢ je ndhodny vektor s vicerozmérnym normalnim rozdélenim, se stfedni hodnotou ¢ := E ¢ a kovarian¢ni
matici ¥ := cove = E (¢ — &)(c — &7 Vrstevnice hustoty tohoto rozdéleni piedstavuji elipsoidy, takze je
pfirozené pracovat s nimi. Pro ndhodny vektor ¢ plati, Ze pravdépodobnost P(c — ¢ € &) =7, kde &, je
jisty elipsoid (konkrétng, &, = {d € R"; d = F~Y(n)vSu, [jull2 < 1}, kde F~1(n) je kvantilova funkce
normalniho rozdéleni a /¥ je positivné semidefinitni odmocnina z matice ¥, tzn. (v'X)? = X).

Jeden z moznych zpiisobi, jak fesit ulohu (T.2]), je uvazovat deterministickou verzi

max z za podm. P(ch >z) >, ele =K, x>o,

kde n € [%,1] je pevna hodnota, napt. n = 0.95. Podminka P(cTx > 2z) > 5 je ziejmé splnénd, pokud

d"z > z plati pro kazdé d € &y + ¢, tudiz tlohu miiZeme aproximovat jako
max z za podm. deZZVdégn—l—E, ele =K, z>o.
Toto je jiz tloha s elipsoidovou nejistotou, ktera je ekvivalentni tloze
max z zapodm. &z — F Y n)|VEz|y > 2, efz =K, z>o.

Protoze F~'(n) > 0 pro n > %, jedna se o ulohu kuzelového kvadratického programovéni.

7.2 Konkavni programovani

Konkévnim programovéanim se rozumi minimalizace konkévni funkce na konvexni mnoziné, neboli ekviva-
lentné
max f(z) za podm. z € M,

kde M C R™ je konvexni mnoZina a f: R™ — R konvexni funkce.

Véta 7.6. Bud M omezeny konvexni polyedr. Pak optimum existuje a nabyde se v alespori jednom vr-
cholu M.

Pozndmka. Véta lze zobecnit na tvar: Spojita konvexni funkce na kompaktni mnoziné M nabyvé svého
maxima v extrémnim bodé M, viz |Avriel et all [1988]. Vlastnost plati dokonce obecnégji i pokud f(z) je
tzv. kvazikonvexni.

Diikaz. Budte vy, ..., vy, vrcholy M a necht bez tjmy na obecnost f(v1) = maxj—1, m f(vi). Pak kazdy
bod x € M lze vyjadiit jako konvexni kombinaci = Y ;" | a;v;, kde a; > 0 a Y " a; = 1. Nyni

fla) = FOE onvi) < 3000 oif(vi) < 3000 aif (1) = f(vr).
Tudiz v; je optimem. O

Tato vlastnost je shodna s vlastnosti v linedrnim programovéni, ale pro hledani optima to nemusi byt
vyhodné, protoze M miiZe obsahovat mnoho vrcholi a nevime, ktery je optiméalni. Z véty .8 navic vime,
ze tato dloha je NP-tézka.

Typické ulohy, vedouci na konkavni programovani, jsou:

e Fized charged problems. Ucelova funkce je tvaru f(x) = Zle fi(z;), kde fi(z;) =0 proz; =0 a
fi(z;) = ¢i + gi(x;) pro x; > 0. Zde f;(x;) representuje cenu (napf. za dopravu zbozi o velikosti
x;). Tedy pfirozené je cena nulova pii x; = 0. Pfi x; > 0 platime pevné naklady ¢; plus cenu
gi(x;) v zavislosti na velikosti x;. P¥irozené je g;(x;) konkévni, protoZe s vétsim mnoZstvim miZeme
predpokladat mnozstevni slevu.

o Multiplikativni programovdni. Ucelova funkce je tvaru f(z) = Hle x;. To obecné sice neni konkavni

funkce, ale zlogaritmovanim dostaneme konkavni funkei log(f(z)) = ZLI log(z;). Takovéto tlohy
se vyskytuji napiiklad v geometrickych problémech, kdy minimalizujeme objem télesa (kvadru) za

urc¢itych podminek (kvadr obsahuje danou mnozinu bodu).
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Derivace maticovych vyrazii. Bud A € R™" b € R”, ¢ € R a uvazujme kvadratickou funkci
f: R™ = R definovanou piedpisem

flx)=a2TAz +bTz +c
Jeji gradient je
Vi)=(A+AD)z +b
a Hessian
V2if(x)=A+ AT
Speciélné, pokud je matice A symetricka, pak
Vf(x)=2Ax+0b, V>f(z)=2A.

Diikaz. Zactneme s linearnim ¢lenem:

a n
— b= " ba;=b
aﬁﬂk z 6mk ZZ:; i L k>
z ¢ehoz Vbl x = b.
Pro kvadraticky ¢len méame
o 7 0 = — ) )
873: Az = e Z Zaijxl-xj = 9z apxy + Z(aik + agi) Ty + Z AT
k ki1 =1 k itk ij#k

n

= 2apmp + Y (@i + ar)zi = Y _(aik + api)z; = (A+ AT)z),.
ik -1

TudiZ jeho gradient je Vol Az = (A + AT)z. JelikoZ tento gradient je linearni funkci, jednotlivé slozky
derivujeme podle jiz odvozeného pravidla o podobé gradientu linearniho ¢lenu a dostavame V22’ Az =

A+ AT, ]
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Znaceni

Mnoziny a éisla

N, Z, Q, R mnozina pfirozenych, celych, racionalnich a realnych ¢&isel

U+V soucet mnozin, U +V ={u+v;u e Uwv eV}

U+wv soucet mnoziny a vektoru, U +v =U + {v} = {u +v; u € U}
conv (M) konvexni obal mnoziny M

int (M) topologicky vnitfek mnoziny M

K* dualni kuzel ke kuzeli I, viz definice

rt kladna ¢ast realného &isla, r™ = max(r, 0)

Matice a vektory

tr(A) stopa matice A, tr(A4) = >, a;

S(A) sloupcovy prostor matice A

AT transpozice matice A

A > B nezapornost matice A — B, tj. a;; > b;;
A> B kladnost matice A — B, tj. a;; > b;;

A > B matice A — B je positivné semidefinitni
A > B matice A — B je positivné definitni

Ay i-ty fadek matice A

Ay j-ty sloupec matice A

diag(v) diagonalni matice s diagonalnimi prvky vq,...,v,

0y, 0 nulova matice (vSechny slozky jsou rovny 0)

I, I jednotkova matice (diagonalni s jednickami na diagonéle)
€; jednotkovy vektor, e; = I,; = (0,...,0,1,...,0)7

e vektor ze samych jednicek, e = (1,...,1)7

Funkce
1
|z|l,  ¢y-norma vektoru z € R", ||z|l, = (Y71, |z[f)»
l|lz|li  souctova norma vektoru x € R™, |lz||;y = > 0" |zl;
x|z eukleidovska norma vektoru z € R™, |z|l2 = /> 1 22

|#]|e maximovéa (CebySevova) norma vektoru & € R”, ||z oo = maxi—1,._n |z|;
P(c)  pravdépodobnost ndhodného jevu ¢
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