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Prehled

Linearni regrese



Linearni regrese — zadani

» data: (z;,y;) proi=1,...,n
» cil: y =dg +

» meéfime pomoci kvadratické odchylky

n

Z(yi — (Yo + ’191161'))2

=1



Linearni regrese — reSeni
» Minimalizujeme vyraz

n

z:(yZ — (Yo + ﬁlxi))2

=1

» feSeni: Optimalni parametry jsou
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kde 7 := (z1 + -+ xn)/n, §:= (Y1 + - + Yn) /0.



Linearni regrese — pro¢ soucet Ctverci?

» Predpokladejme, ze x4, ..., z, jsou pevna, y; je zvoleno
jako hodnota nahodné veliCiny

Y, =9+ o + W;
> W; ~ N(0,02) pro v8echna i; W7y, ..., Wy nezavislé.
» metoda maximalni vérohodnosti:
_ (wi—99—012;)2
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> U(y;9) =log L(y;¥) = a+ b1 (yi — Yo — V11;)?




Limity regrese
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(data: Francis Anscombe 1973, obrazek: wikieditor Schutz)
> nelinedrni regrese



Prehled

Empiricka distribucni funkce



Empiricka distribucni funkce

> X1, ..

., X ~ F n.n.v, F je jejich distribucni funkce
» Definice: Empiricka distribucni funkce (empirical CDF) je
definovana

F(z) =

Z?:1 I(X; < z)

)
n

kde I(X; < x) =1 pokud X; < z a0 jinak.
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Empirick& distribucni funkce — vlastnosti

Véta
Pro pevné x plat/'
E(F(x)) =
> var(l3 (z
Fy(x)
Fo(x)

n(w

) = x)(l F(z))

konverguje k F(x) v pravdépodobnosti, piseme
L P(a).

Dukaz.
Slaby zakon velkych Cisel.



Empiricka distribuéni funkce —
Dvoretzky-Kiefer-Wolfowitz (DKW)
Véta

Necht X1,...,X, ~ F jsou n.n.v., ﬁn jejich empiricka
distribu¢ni funkce. Necht E(X;) je konecnd. Zvolme o € (0, 1)

aoznacme e = \/5-log 2. Pak plati




Prehled

Permutaéni test



Situace

» Mame k dispozici dvé sady nezavislych ndhodnych velicin
(ndhodné vybeéry):

> Xi,...,X,~FxaYy,...,Yy, ~ Fy

» Chceme rozhodnout, zda plati Hy : Fx = Fy nebo
H1 : FX 7§ Fy

» Priklady: doba béhu programu pred/po vylep$eni, hladina
cholesterolu u lidi co jedi/nejedi Zazracnou
Superpotravu™  frekvenci kratkych slov v textu autora X a
Y.

» Nevime nic o vlastnostech Fx, Fy (zejména necekame, Ze
je normalni)



Postup
» Zvolime vhodnou statistiku, napf.
T(X1,. o Xn, Y1, Vo) = | X — Vi

> tops :=T(X1,..., Xn,Y1,...,Y)
» Za predpokladu Hj jsou ,vSechny permutace stejné“: X; i
Y; se generovaly ze stejného rozdéleni.

» Nahodné zpermutujeme zadanych m + n Cisel a pro
kazdou permutaci vyCislime T — dostaneme
T, o, s Ty
» Jako p-hodnotu vezmeme pravdépodobnost, ze T' > tops,
neboli
_ 1
"

(mtn) ZI(TJ > tops)-
J

» To je pravdépodobnost chyby 1. druhu, neboli H,
zamitneme, pokud je p < « (pro nasi zvolenou hodnotu «,
napr. a = 0.05).



VylepsSeni

> ZkousSet vSechny permutace muze trvat moc dlouho.
Vezmeme tedy jen vhodny pocet B nezavisle nahodné
vygenerovanych permutaci a spoc¢itdme jenom B hodnot
Ti,...,Ts.

» Jako p-hodnotu vezmeme odhad pravdépodobnost, Ze
T > tops, NEboOli

B
1
B ZI(TJ > tops)-
j=1

» Pro dostatecné velké m, n dava podobné vysledky jako
testy zaloZzené na CLV, vhodné je tedy zejména pro
stredné velké pocty.



Prehled

Bootstrap



Empiricka distribuéni funkce — pripomenuti

> Xy,..., X, ~ Fn.nv, F jejejich distribu¢ni funkce
» Definice: Empiricka distribucni funkce (empirical CDF) je
definovana
Z?:1 I(X; <z)

Fn(ZL') = n 9

kde I(X; < z) =1 pokud X; < z a 0 jinak.
(Obrazek vytvoril wiki-editor nagualdesign.)

Cumnulative Probability

0 I T T
-4 2 0 2 4

X




Boostrap — zakladni idea

» z naméfenych dat X; = x1,..., X, = z, ~ F vytvofime ﬁn
» daldi data mizeme samplovat z F,,

> to se déla tak, ze vybereme uniformné ndhodné
ie{l,...,n} arekneme z;



Bootstrap — zakladni pouziti

> T, =g(Xy,...,X,) néjaka statistika (funkce dat)
chceme odhadnout var T,

nasamplujeme X7, ..., X} ~ F,, (viz minula strana)
spoCteme T = g(X7,...,9))
opakujeme B-krat, dostaneme T*

T*
nlr - 4inB
odhad rozptylu:

vVvYyyVvyy

B

1 1 & 2
B Z <Tf:,b -5 Z Trf,k)
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Prehled

Generovani nahodnych velicin



Zakladni metoda (inverse transformation method)

Véta

Necht F' je rostouci spojita funkce s lim,_,_o F'(z) =0 a
lim, 4o F(z) = 1.

Necht U ~ U(0,1) a X = F~}(U).

Pak X ma distribucni funkci F'.

» Funguje dobfe, kdyz umime vycislit F—1, tfeba pro
exponencialni rozdéleni.

» Gamma rozdéleni je soucet nékolika exponencialnich — tak
ho tak i vygenerujeme.



Zamitaci metoda (rejection sampling)

>

>
>
| 2

Chceme vygenerovat n.v. s hustotou f.
Umime vygenerovat n.v. s hustotou g (ktera je ,podobna*).

% < ¢ pro néjakou konstantu c.

Postup

1. Vygenerujeme Y s hustotou g, a U ~ U(0, 1).

2. Pokud U < L0) tak X := Y,

3. Jinak hodnotu Y, U zamitneme a opakujeme od bodu 1.
Zdavodnéni: vygenerovat nahodnou hodnotu X s hustotou
f je totéz, jako vygenerovat nahodny bod pod grafem
funkce f, jehoz vodorovna (z-ova) soufadnice je X (a
svisla je uniformné ndhodna mezi 0 a X).




Varianta zakladni metody pro diskrétni proménné

» Chceme n.v. X, ktera nabyva hodnot z1,zo,... s
pravdépodobnostmi pi, pa,.... (3>, pi = 1).

» Vygenerujeme U ~ U(0, 1).
Najdeme i takové, Zze p; + -+ - + pi—1 < U < p1 + -+ + p;.
» Polozime X := x;.

v

» Funguje hezky kdyz mame vzorec pro p; + - - - + p; (napf.
geometrické rozdéleni).

» Binomické rozdéleni je lepSi simulovat jako soucet n
nezavislych Bernoulliovych velicin.

» Na dalSi (Poisson) jsou specialni triky).



Prehled

Bayesovska statistika



Srovnani dvou pristupl ke statistice

Frekventisticky/klasicky pristup

» Pravdépodobnost je dlouhodoba frekvence (z 6000 hodu
kostkou padla Sestka 1026-krat). Je to objektivni vlastnost
realného svéta.

» Parametry jsou pevné, neznamé konstanty. Nelze o nich
fikat smyslupIné pravdépodobnostni vyroky.

» Navrhujeme statistické procedury tak, aby mély zadané
dlouhodobé vlastnosti. Napf. 95 % z naSich intervalovych
odhadl pokryje neznamy parametr.

Bayesovsky pristup

» Pravdépodobnost popisuje, jak moc veéfime néjakému jevu,
jak moc jsme ochotni se vsadit. (Pravdépodobnost, ze
Thomas Bayes mél 18. prosince 1760 Salek Caje, je 90 %.)

» MuizZeme vyslovovat pravdépodobnostni vyroky i o
parametrech (tfebaze jsou to pevné konstanty).

» Spocitame distribuci 9 a z ni tvofime bodové a intervalové
odhady, atd.



Bayesovska metoda — zakladni popis

» neznamy parametr povazujeme za nahodnou veliinu ©

» zvolime apriorni distribuci (prior distribution), neboli
hustotu pravdépodobnosti fg (1) nezavislou na datech.

> zvolime statisticky model fxe(x|?), ktery popisuje, co
naméfime (s jakou pravdépodobnosti), v zavislosti na
hodnoté parametru

» poté, co pozorujeme hodnotu X = x, spocitame
posteriorni distribuci (posterior distribution) fe|x (V|x)

> z té pak odvodime, co potfebujeme napf. najdeme a, b, aby
N foix(Wz)dd > 1 -«

> ¢ = 0 mala théta, © je velka théta



Bayesova véta

Véta (Bayesova pro diskrétni nahodné veliciny)
X, © jsou diskrétni n.v.

(0] = PHIODpe(?)

| Y oerme Px|je(@|¥)pe (V')
(scitance s po (V') = 0 povaZujeme za 0).

Véta (Bayesova pro spojité nahodné veliCiny)

X, © jsou spojité n.v., které maji hustotu fx, fe i sdruZenou
hustotu fx e

forx(Wz) = Fxje(z]0) fo (V)
- Jyer fxie (@) fo (9)dv"
(sCitance s fo (V') = 0 povazujeme za 0).



Bayesovské bodové odhady — MAP a LMS

MAP — Maximum A-Posteriori
Volime ¥ tak, aby maximalizovalo

> peo|x (V]r) v diskrétnim pfipadée
> fox(V|r) ve spojitém pfipadé

LMS - Least Mean Square
TéZ metoda podminéné stfedni hodnoty.

> Volime J =E(0 | X =)



Priklad 1

Bayesovsky klasifikator spamua:

» vytvofime seznam podezielych slov (money, win,
pharmacy, ...)

» N.v. X; popisuje, zda email obsahuje podezrelé slovo w;.
» N.v. © popisuje, zda email je spam © = 1 nebo ne © = 0.
> Z predchozich emailt ziskame odhady px e a pe

> Pouzijeme Bayesovu vétu na vypocet pg x



Priklad 2

Romeo a Julie se maji sejit pfesné v poledne. Julie ale pfijde
pozdé o dobu popsanou nahodnou veli¢inou X ~ U(0, 9).
Parametr ¥ modelujeme ndhodnou veli¢inou © ~ U(0,1). Co z
namérené hodnoty X = x usoudime 0 97?



Priklad 3

Pozorujeme nahodné veliCiny X = (Xy,...,X,),
predpokladame X; ~ N(¥9,0?) a 9 je hodnota nahodné veliciny
© ~ N(xzg,00). Co z namérenych hodnot X = = = (z1,...,x,)

usoudime 0 9?



Priklad 4

Hazime minci, pravdépodobnost, Ze padne panna je . Z n
hodd padla panna v X = k pfipadech. Pokud na$e apriorni
distribuce byla U (0, 1), jaka bude distribuce posteriorni?



Stredni hodnota a soucet Ctvercl

Véta
Pro libovolnou n.v. © je hodnota E(© — 19)2 nejmensi pro
9 =E(©).



Podminéna hodnota dava nejmensi soucet Ctvercu

Véta
Bodovy odhad ¥ = E(© | X = z) je nestranny a ma nejmensi
mozZnou hodnotu E(6 — 9)*.
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